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摘 要： 跨视角地理定位技术是计算机视觉领域中的重要问题之一，因其可在缺乏卫星定位环境中实现实时定位，

一直受到图像配准、导航定位和图像检索等诸多领域的关注。传统的跨视角地理定位方法采用手工特征进行特征

抽取，导致定位精度受限。随着深度学习技术的发展，深度学习的跨视角地理定位方法成为当前的主流技术。但由

于跨视角地理定位任务涉及多个步骤、迁移知识广泛，因此本领域仍缺少相关综述。本文首次从跨视角地理定位任

务框架的视角，对当前深度学习的跨视角地理定位方法进行全面综述。在问题概述的基础上，对数据预处理、深度

学习网络、特征注意力模块和损失函数等技术的发展进行了归纳总结。通过对近百篇高影响力文献的梳理，本文总

结出跨视角地理定位任务的特性和改进思路，有助于启发研究者设计新方法。此外，还在两个具有代表性的数据集

上分别测试了 10 种不同深度学习的跨视角地理定位方法。从实验精度、模型的参数量和推理速度 3 个方面综合评

估了现有方法的性能。最后，基于对上述跨视角地理定位方法的归纳分析，本文结合实际应用指出该领域存在的一

些问题，并对未来发展趋势进行讨论，希望为该领域感兴趣的学者提供参考。
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Abstract： Cross-view geo-localization aims to estimate a target geographical location by matching images from different 
viewpoints.  This method is usually viewed as an image retrieval task that has been widely adopted in various artificial intel⁃
ligence tasks， such as person re-identification， vehicle re-identification， and image registration.  The main challenge of 
this localization task lies in the drastic changes among different viewpoints， which reduce the retrieval performance of the 
model.  Conventional techniques for cross-view geo-localization rely on manual feature extraction， which restricts precision 
when determining location.  With the development of deep learning techniques， deep learning-based cross-view geo-

localization methods have become the current mainstream technology.  However， due to the involvement of multiple steps 
and the extensive transfer of knowledge in cross-view geo-localization tasks， only a few studies have been conducted in this 
field.  In this paper， we present the first review of cross-view geo-localization methods based on deep learning.  We analyze 
the various developments in data preprocessing， deep learning networks， feature attention modules， and loss functions 
within the context of cross-view geo-localization tasks.  To address the challenges in this field， the data preprocessing phase 
involves feature alignment， sampling strategies， and data augmentation.  Feature alignment serves as prior knowledge for 
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cross-view geo-localization that contributes to improving the localization accuracy.  The use of GAN networks has emerged 
as a prominent trend for feature alignment.  Additionally， the discrepancy in sample quantities among satellite， ground， 
and drone images necessitates the use of effective sampling strategies and data augmentation techniques to achieve training 
balance.  Deep learning networks play a critical role in extracting image features， and their performance directly impacts 
the accuracy of cross-view geo-localization tasks.  In general， the methods that use Transformer as the backbone network 
have a higher accuracy than those that based on ResNet.  Meanwhile， those methods that use the ConvNeXt network show 
the best performance.  To further extract image features and enhance the discriminative power of the model， feature atten⁃
tion modules need to be designed.  By learning effective attention mechanisms， these modules adaptively weight the input 
images or feature maps to improve their focus on task-relevant regions or features.  Experimental results show that these 
modules can explore previously unattended feature information， further extract image features， and enhance the discrimina⁃
tive power of the model.  Loss functions are used to improve the fit of the model to the data and to accelerate its conver⁃
gence.  Based on their results， these functions guide the training direction of the entire network based， thus enabling the 
model to learn better representations and further improve the accuracy of cross-view geo-localization tasks.  Some of the 
most commonly used loss functions include contrastive loss and triplet loss.  With the improvement in these loss functions， 
the number of samples extracted by the model evolves from one-to-one to one-to-many， thus allowing the model to cover all 
samples during training and further enhance its performance.  By analyzing nearly a hundred pieces of influential literature， 
we summarize the characteristics and propose some ideas for improving cross-view geo-localization tasks， which can inspire 
researchers to design new methods.  We also test 10 deep learning-based cross-view geo-localization methods on 2 represen⁃
tative datasets.  This evaluation considers the backbone network type and input data size of these methods.  In the Univer⁃
sity-1652 dataset， we evaluate the accuracy metrics R@1 and AP， the model parameters， and the inference speed.  In the 
CVUSA dataset， we mainly evaluate four accuracy metrics， namely， R@1， R@5， R@10， and R@Top1.  Experimental 
results show that a better backbone network and a large image data input size positively affect the performance of the model.  
Building upon an extensive review of the current state-of-the-art cross-view geo-localization methods， we also discuss the 
related challenges and provide several directions for further research on cross-view geo-localization.
Key words： cross-view； geo-localization； image retrieval； deep learning； attention； drone

0　引 言

跨视角地理定位是指将实时查询图像与带有精

准地理定位的图像进行匹配，从而确定查询图像的

地理位置（Shen 等，2024；Zhou 等，2023）。随着信息

技术的飞速发展，跨视角地理定位技术已广泛应用

于无人机导航（Zhu 等，2021；Wei 和 Wang，2018）、自

动驾驶（Kim 和 Walter，2017）和事件检测技术（Choi
等，2020；Algamdi 等，2020）等多个领域。

根据无人平台的拍摄视角，跨视角地理定位通

常包含两种任务：地面—卫星跨视角地理定位与空

中—卫星跨视角地理定位（Lin 等，2022）。早期研究

者主要关注地面—卫星跨视角地理定位，该任务旨

在解决地面无人平台所拍摄的查询图像与具有地理

标记的卫星参考图像之间的匹配问题（Zhang 等，

2023a）。随着无人机的广泛应用（Zhou 等 ，2022；

Rave 等，2023），空中—卫星跨视角地理定位逐渐成

为研究热点，该任务旨在解决空中无人平台所拍摄

的查询图像与具有地理标记的卫星参考图像之间的

匹配问题（Zheng 等，2020）。虽然两种任务的视角

有所差异，但所关注的难点都是如何提高跨视角地

理定位的准确性与实时性。

早期跨视角地理定位主要采用图像检索中的关

键点匹配方法进行解决（Arandjelovic 等，2016；Liu
和 Li，2019）。不同视角图像中的关键点检测方法主

要使用手工特征检测器检测关键点，如表 1 所示。

这些方法虽然可实现跨视角地理定位，但其定位的

准确性受到制约。Workman 和 Jacobs（2015）的实验

验证了预先在 Places 数据集（Zhou 等，2014）上训练

的深度学习模型性能优于手工特征。

自 2015 年开始，深度学习的方法在跨视角地理

定位中取得了优异表现。该类方法是跨模态检索的

一个子类，主要针对不同视角的图像进行检索。由

于该类方法的优异性能，基于有监督的深度学习方

法成为跨视角地理定位领域的研究热点（Workman
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等，2015）。研究者希望借助深度神经网络充分提取

不同视角图像的特征，进而提高匹配性能。深度学

习的跨视角地理定位方法的框架通常分为 4 个部

分：数据预处理、深度学习网络、特征注意力模块和

损失函数，如图 1 所示。

经过前期文献收集工作发现，目前跨视角地理

定位领域的相关综述仍较少（黄高爽 等，2023）。为

帮助读者了解跨视角地理定位领域的发展状况，我

们整理归纳了现有深度学习的跨视角地理定位方

法，希望针对不同方法的缺陷设计更合理的解决方

案。本综述贡献主要包括以下 3 个方面：1）首次按

跨视角地理定位任务框架，针对当前深度学习的跨

视角地理定位方法进行全面综述。2）在 University-

1652 数据集和 CVUSA（cross-view USA）数据集上测

试了不同深度学习的跨视角地理定位方法。根据

实验精度、参数量和推理速度等方面，综合评估了

现有方法的性能，总结出跨视角地理定位方法的特

性。3）讨论了该领域存在的一些问题，并对未来发

展 趋 势 进 行 展 望 ，为 研 究 者 设 计 新 方 法 提 供 了

启示。

1　跨视角地理定位概述

1. 1　问题定义

跨视角地理定位任务可以描述为：匹配不同视

角的地理图像，通常是无 GPS（global positioning sys⁃
tem）数据图像与有 GPS 数据图像之间的匹配。地面

视角图像和无人机视角图像通常不具有 GPS 数据，

而 卫 星 视 角 图 像 具 有 准 确 的 GPS 数 据（Song 等 ，

2023）。本文将具有 GPS 数据的图像定义为 I w
i ，将不

具有 GPS 数据的图像定义为 I o
i ，其中  i =  1，…，N。

当给定具有索引 q 的查询图像 I o
q 时，跨视角地理定

位 的 目 的 是 搜 索 具 有 GPS 数 据 的 最 佳 匹 配 图 像

I w
a ，a ∈ {1，…，N }，将其 GPS 数据赋予查询图像 I o

q 。

表1　传统的手工特征检测器

Table 1　Traditional handcrafted feature detectors

方法

Harris（Harris 和 Stephens，1988）
FAST（Rosten 和 Drummond，2006）
SIFT（Lowe，1999）
SURF（Bay 等，2008）
MSER（Matas 等，2004）
KAZE（Alcantarilla 等，2012）

主要贡献

通过计算图像的一阶和二阶导数来挖掘几何结构

计算点周围较亮或较暗像素的数量，以提高性能和效率，加速关键点检索

集成了检测器和描述符，通过在多个尺度级别上用高斯滤波器卷积图像来寻找尺度不变
的角点或斑点

通过使用 Hessian 矩阵和积分图像的近似来加速检测过程

在不同的阈值下对图像进行二值化，并选择稳定区域作为关键点

将 Hessian 矩阵应用于多尺度下的非线性扩散尺度空间

图 1　跨视角地理定位方法框架图

Fig. 1　The framework of cross-view geo-localization method
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深度学习的跨视角地理定位任务通常使用孪生

神 经 网 络 结 构 作 为 主 流 框 架（Chopra 等 ，2005；

Arandjelovic 等，2016），将无 GPS 数据图像与有 GPS
数据图像数据 {( I o

i  ， I w
i  ) }传入该网络的双分支结构 f

（地面/无人机）与 g（卫星）中。双分支结构学习输入

数据的映射函数 f ( I o
i  ， ΘI o

i )，将其映射到 K 维空间

中，最后生成一个特征向量，从而检索到最佳匹配图

像 I w
i ，使得 g ( I w

i  ， ΘI w
i ) 是嵌入空间中 f ( I o

i  ， ΘI o
i ) 的

最近样本。同时，孪生神经网络中权重是否共享取

决于输入图像之间是否存在显著视觉差异。在共享

权重的情况下，该模型的双分支 f 与 g 学习相同的特

征表示来增强模型的表达能力；在不共享权重的情

况下，双分支 f 与 g 分别独立训练，以便从两个视角

图像中提取不同的判别特征（见图 1）。

1. 2　数据集

早期跨视角地理定位研究中，由于图像集中于

地面和卫星视角，因此地面—卫星跨视角地理定位

任务是当时的研究热点。该研究不仅关注建筑物本

身所带来的特征信息，而且泛化研究街道、乡村和城

市等场景中的定位问题，因此构造出数据集 CVUSA
（Workman 等 ，2015）、San Francisco（Workman 和

Jacobs，2015）、CVACT（cross-view act）（Liu 和 Li，
2019）和 VIGOR（cross-view image geo-localization 
beyond one-to-one retrieval）（Zhu 等，2021）。随着无

人机技术的成熟，无人机在飞行任务中难免会遇到

卫 星 拒 止（global navigation satellite system-denied，

GNSS-denied）环境（Choi 和 Myung，2020；Kinnari 等，

2021），因此空中—卫星跨视角地理定位任务被提

出。Zheng 等人（2020）利用地面视角下的图像作为

建筑的辅助表示，以提高该任务的准确性。他们所

创建的 University-1652 数据集中提供了无人机、卫

星和地面 3 种视角图像。此外，还有数据集 SUES-

200（Shanghai University of Engineering Science-200）
（Zhu 等，2023c）可用于评估空中—卫星跨视角地理

定位任务。表 2 总结了常见的 6 种数据集的基本

信息。

1）CVUSA 数据集（Workman 等，2015）是一个包

含 44 416 对地面和卫星图像的数据集。该数据集包

含美国各地的建筑以及部分街道、乡村和城市场景，

其中，地面图像来自谷歌街景全景图，匹配的卫星图

像来自微软必应地图，如图 2（a）所示。数据集包括

35 532 对训练样本和 8 884 对测试样本，每个卫星图

像都有一个对应的地面图像，主要用于跨视角地理

定位任务。

2）San Francisco 数 据 集（Workman 和 Jacobs，

2015）是一个包含 278 561 幅地面图像和 174 217 幅

卫星图像的数据集。该数据集的图像集中于旧金山

弗朗西斯科周围一个 200 平方公里的区域范围内。

表2　常见数据集的基本信息

Table 2　Basic information about common datasets

数据集

CVUSA（Workman 等，2015）
San Francisco

（Workman 和 Jacobs，2015）

CVACT（Liu 和 Li，2019）

VIGOR（Zhu 等，2021）

University-1652
（Zheng 等，2020）
SUES-200（Zhu 等，2023c）

发布
时间

2015

2015

2019

2021

2020

2023

图像尺寸/像素

1 232 × 224（地面）/
750 × 750（卫星）

256 × 256

多尺寸

2 048 × 1 024（地面）/
640 × 640（卫星）

512 × 512
1 080 × 1 080（无人

机）/512 × 512（卫星）

图像类型

地面图像和卫星
图像

地面图像和卫星
图像

地面图像和卫星
图像

地面图像和卫星
图像

地面图像、无人机
图像和卫星图像

无人机图像和卫星
图像

数据量

44 416 对地面和卫星
图像

278 561 幅地面图像和
174 217 幅卫星图像

44 416 对地面和卫星
图像以及 92 802 幅额

外测试图像

90 618 幅卫星图像和
238 696 幅地面图像

1 652 组地面、无人机
和卫星图像

24 120 对无人机和卫
星图像

地点

美国

旧金山弗朗西斯科

澳大利亚堪培拉

纽约市（曼哈顿）、
旧金山弗朗西斯科、

芝加哥和西雅图

世界各地 72 所大学

上海工程科技大学
周围
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数据集的卫星图像是从 Bing 地图上收集而来，对应

的地面图像来源于 Flickr 和谷歌街景图像。该数据

集是较早用于评估地面—卫星跨视角地理定位任务

的数据集之一。

3）CVACT 数据集（Liu 和 Li，2019）是一个训练

集和测试集的规模与 CVUSA 相同的大规模跨视角

数据集。该数据集使用的是澳大利亚堪培拉地区的

建筑物，包含大部分都市建筑，其中地面图像来自谷

歌街景全景图，相匹配的卫星图像来源于谷歌地图。

为了支持细粒度的城市地理定位测试，该数据集还

提供了一个包含 92 802 幅图像的额外测试集，如

图 2（b）所示。与 CVUSA 相同，卫星图像与地面图像

之间的映射关系也是一对一的。

4）VIGOR 数据集（Zhu 等，2021）包含 90 618 幅

卫星图像和 238 696 幅地面图像。该数据集包含来

自美国 4 个主要城市（旧金山、纽约、西雅图和芝加

哥）的建筑场景。数据集中卫星图像和地面图像均

是从谷歌地图中采集，其中一幅查询图像对应多幅

参考图像。该数据集用于评估两种不同的跨视角地

理匹配形式：相同区域和交叉区域。在相同区域的

跨视角地理定位任务中，所有城市的图像都用于训

练和验证；而在交叉区域的跨视角地理定位任务中，

设置纽约和西雅图为训练集，并设置旧金山弗朗西

斯科和芝加哥为测试集，进一步验证跨视角地理定

位方法的性能。

5）University-1652 数据集（Zheng 等，2020）是一

个包含 1 652 组地面、无人机和卫星图像的多视角数

据集。该数据集没有选择地标建筑作为目标位置，

而是选择了世界各地 72 所大学的 1 652 个普通建筑

作为目标，其中地面图像和卫星图像来源于谷歌地

图，无人机图像是利用 Google Earth 提供的 3D 模型

来模拟真实的无人机相机拍摄而成，如图 2（c）所

示。该数据集中平均每栋楼有 1 幅卫星图像和 54 幅

无人机图像。训练集中有 33 所大学的 701 个建筑目

标，而另外 39 所大学的 951 个建筑目标构成测试集。

训练集和测试集的大学建筑物之间没有重叠，具体

分布如表 3 所示。

表3　图像数据在University-1652数据集上的分布

Table 3　Distribution of image data on the 
University-1652 dataset

数据集

训练集

测试集

类别

无人机

卫星

地面

无人机（图库）

卫星（图库）

无人机（查询集）

卫星（查询集）

图像数目

37 854
701

11 640
51 355

951
37 854

701

建筑
数量

701
701
701
951
951
701
701

大学
数量

33

39

图 2　常用数据集展示

Fig. 2　Examples of common datasets 
（（a） CVUSA（Workman et al. ，2015）； （b） CVACT（Liu and 

Li，2019）； （c） University-1652（Zheng et al. ，2020））
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University-1652 数据集可用于评估两个新的跨

视角地理定位任务。任务（1）无人机视角目标定位。

该任务给定一幅无人机视角图像，搜寻与之最相似

的卫星图像。由于卫星图像具有 GPS 数据，所以可

对无人机视角中的目标进行定位。该任务的查询集

有 37 854 幅无人机图像，图库中有 951 幅匹配的卫

星图像。任务（2）无人机导航。该任务给定一幅卫

星图像，让无人机找寻它所拍摄过的无人机视角图

像。如果找到就让无人机回到它所拍摄的位置，完

成一次导航操作。该任务中，查询集有 701 幅卫星

图像，图库中有 51 355 幅匹配的无人机图像。

6）SUES-200 数据集（Zhu 等，2023c）是一个包含

24 120 对无人机和卫星图像的数据集。该数据集采

集于上海工程科技大学周围 200 个地点，图像信息

不仅限于校园建筑，还包括公园、学校、湖泊和公共

建筑。数据集中共收集了 200 个地点，其中无人机图

像被划分为 4个高度（150 m、200 m、250 m 和 300 m），

每个无人机高度有 50 个无人机视角图像，每个地点

有 1 个相应的卫星视角图像。SUES-200 中的图像分

为训练集和测试集，其中，60% 用于训练，40% 用于

测试，以评测不同高度的空中—卫星跨视角地理定

位任务。

由于跨视角地理定位领域常用的 3 个数据集分

别为 CVUSA、CVACT 和 University-1652。因此，本文

在常用数据集展示中针对上述 3 个数据集进行了展

示，如图 2 所示。

1. 3　评价指标

在深度学习的跨视角地理定位任务中，使用召

回精度（Recall@K，R@K）和平均精度（average preci⁃
sion， AP）来评估模型的性能。Recall@K 也称为 K 点

召回率，从查询集（query）中选择一幅查询图像，到

参考图库集（gallery）中进行检索，通过计算在前 K 个

结果中返回的正确图像的百分比来评估检索算法的

有效性。例如，如果 K 的值是 5，那么 Recall@5 是

前 5 个条目中检索到的正确图像的百分比，K 常取值

为 1，5，10；如果 K 的值是 1%，则指占参考图库集

（Gallery）数量的 1%。召回率计算为

Recall@K = ∑
i = 1

n Si, k
n （1）

式中，n 代表查询图像的数量，i 代表标签为 i 的查询

图像。如果返回的前 K 个结果中有正确图像，则 Si，k

为 1，否则为 0。Recall@K 值越高，检索算法的性能

越好。

精确率（Precision）是指检索出的相关结果数与

结果总数之间的比率，衡量的是检索系统的查准

性能。

由于单独使用召回率和精确率的评估不够全

面，因此提出将精确率—召回率（precision-recall，P-R）

曲线下的面积作为更全面的性能衡量指标，即平均

精度 AP。该指标同时反映了检索性能的查准率和

召回率。

在数据集 CVUSA 和 CVACT 中采用 K = 1，5，10
和 Top1（R@1，R@5，R@10，R@Top1）作为评价指标。

在数据集 University-1652 中使用了 K = 1，即 R@1 情

况下的精度和平均精度作为评价指标。

2　跨视角地理定位方法总结

根据深度学习的跨视角地理定位框架（如图 1
所示），本文将跨视角地理定位方法分为数据预处

理、深度学习网络、特征注意力模块以及损失函数

4 个部分。在数据预处理部分（2. 1 节），根据跨视角

地理定位任务的特性分析了特征对齐问题、数据集

的抽样策略和数据增强方法；在深度学习网络部分

（2. 2 节），根据特征提取网络的不同属性，将其分为

基 于 卷 积 神 经 网 络（convolutional neural network，

CNN）的方法、基于 Transformer 的方法和基于混合结

构的方法；在特征注意力模块部分（2. 3 节），按时间

顺序归纳了现有的特征注意力模块，用于进一步处

理经过骨干网络提取的特征图；在损失函数部分

（2. 4 节），分析了目前常用的损失函数，包括对比损

失、三元组损失和其他损失。

2. 1　数据预处理

由于跨视角地理定位数据的采集视角、采集时

间和采集方式不同。因此，其采集的数据样本存在

特征偏差、样本不均衡和样本不充足等问题。为解

决以上问题，本节主要从特征对齐、抽样策略和数据

增强 3 个方面介绍该领域的数据预处理方法。

2. 1. 1　特征对齐

在特征对齐工作中，Liu 和 Li（2019）以及 Shi 等

人（2020a）指出现有方法将跨视角地理定位任务视

为一个纯粹的位置估计问题，但忽略了方向对齐。

Liu 和 Li（2019）进一步指出，如果能够完成方向对齐

操作，则查询图像可以放置在相对于卫星图像的几
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何参考坐标系中，进而减少寻找匹配图像的搜索空

间，实现更快的搜索和更准确的匹配。因此，方向对

齐 步 骤 可 以 作 为 跨 视 角 地 理 定 位 任 务 中 的 补 充

信息。

Shi 等人（2020b）指出现有的大多数深度学习方

法忽略了特征空间的布局信息。因此，受人类在定

位时会记住建筑物相对空间位置的启发，设计出

CVFT（cross-view feature transport）模块。该模块插

入在分支 f （地面/无人机）中用于学习特征转换，使

得匹配的不同视角的图像特征可以在空间上对准，

进 而 缩 小 两 个 视 角 之 间 的 域 差 异 。 Wang 等 人

（2022d）指出现有方法忽略了邻近区域的上下文信

息，因此采用方形回环特征划分策略，划分对象为数

据集事先对齐的邻域区域。实验结果表明，使用特

征对齐作为先验知识可以有效提升定位精度。

此外，Regmi 和 Shah（2019）在研究极坐标变换

工作的过程中，发现经过极坐标变换后的卫星图像

虽然视角域发生转换，但其与现实的地面图像相差

较大（见图 3）。因此，他们利用生成对抗网络（gen⁃
erative adversarial network，GAN）从一个视角合成指

定视角图像（Goodfellow 等，2014），可以获得更优的

生成图像信息用于跨视角地理定位任务。Toker 等

人（2021）在 Regmi 和 Shah（2019）的工作基础上，研

究卫星图像到地面图像的合成工作，提出将极坐标

变换后的图像作为 GAN 的输入数据，可以生成更逼

真的地面图像，如图 3 所示。因此，由 GAN 生成的图

像与目标域图像进行训练，可以有效地提升跨视角

地理定位性能（Hu 等，2022a）。利用 GAN 实现特征

对齐的方法逐渐成为该领域的发展趋势。特征对齐

方法总结如表 4 所示。

2. 1. 2　抽样策略

跨视角地理定位中抽样操作是指从同类目标的

不同视角中抽取图像，将其送入网络模型的双分支 f

与 g 中。该操作的目的是获取来自不同平台具有相

图 3　不同方法生成图像与真实图像差异（Toker 等，2021）
Fig. 3　Examples of the difference between the image generated by different methods and the ground truth（Toker et al. ，2021）

表4　特征对齐方法总结

Table 4　Summary of feature alignment methods

特征对齐类型

方向对齐（Liu 和 Li，2019）
极坐标变换（Shi 等，2019）

GAN（Regmi 和 Shah，2019）

极坐标变换 + GAN（Toker 等，2021）

时间

2019
2019

2019

2021

论文来源

CVPR
NeurIPS

ICCV

CVPR

效果

效果较差

效果一般

效果较好

效果最佳

特点

完成方向对齐操作，可实现更快搜索和更准确匹配

对视角差异问题的初步探索，但与真实的指定视角图像
相差较大

使用 GAN 生成指定视角域的图像，有效地缓解了语义鸿
沟问题

将极坐标变换后的图像作为 GAN 网络的输入，可生成较
为逼真的指定视角图像
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同地理标签的正样本对，用于构建训练批次（Wang
等，2022a）。然而，由于图像收集源的不同，致使样

本数量之间存在失衡。其中，卫星图像较难获取，该

类图像数量偏少；而地面图像和无人机图像采集具

有便利性，因此该类图像数量较多。

为了解决样本不均衡的问题，Zhu 等人（2021）
在制作数据集 VIGOR 的过程中，使用了更为密集的

采样操作。该方法设计了两种均衡策略，如表 5 所

示。策略 2 表示确保每幅卫星图像对应 2 个正样本

地面图像；策略 3 表示确保每幅卫星图像对应 3 个正

样本地面图像。

从表 5 的 R@1 评价指标可以看出，设置均衡策

略 3 可以有效地提升模型的性能。Ding 等人（2020）
使用随机旋转、裁剪和擦除等方式，生成新的卫星视

角图像，将目标位置的卫星图像数量从 1 扩展到 54，

最终使得训练数据集的目标位置均有 54 幅无人机

和卫星图像。Wang 等人（2022a）设计出对称抽样策

略，该策略包括卫星视角抽样和无人机视角抽样。

卫星视角抽样利用随机卫星图像作为锚点，找到具

有相同地理标签的无人机图像形成正样本对；同理，

无人机视角抽样利用随机无人机图像作为锚点，找

到具有相同地理标签的卫星图像形成正样本对。该

策略确保模型可以使用所有训练数据，同时保持类

别抽样相对平衡。Dai 等人（2022）借鉴 Ding 等人

（2020）的做法，提出了一种多重抽样策略。该方法

在 University-1652数据集中获取卫星视角下的图像，

生成 k 幅增强卫星图像。其中，增强方法包括随机

移 位 、随 机 填 充 、随 机 剪 切 和 随 机 颜 色 增 强 等 。

Deuser 等人（2023）借鉴 Dai 等人（2022）的方法，提出

了 动 态 相 似 性 抽 样（dynamic similarity sampling，

DSS）。DSS 抽取每个查询图像的前 k 个最近邻生成

一个集合，并将 k 个邻居根据相似性进行排序，选择

k/2 个最近的样本作为批次，剩余的 k/2 个样本从 k 中

的其他样本随机选择（其中，k 设置为小于或等于批

次大小）。这种抽样方式进一步解决了样本不均衡

问题，而且经过 DSS 操作后的样本提升了模型的泛

化能力。

2. 1. 3　数据增强

由于跨视角地理定位任务中存在样本不均衡问

题，因此数据增强方法也可用于解决该问题。数据

增 强 首 先 可 以 避 免 模 型 训 练 过 拟 合（Chen 等 ，

2022a）。当数据集具有某种明显的特征时，使用裁

剪等方法可避免模型学到与目标无关的信息（Chen
等，2022b）。其次，通过使用遮挡、亮度和模糊等方

法，给训练数据加上噪声，可使训练后的模型具有更

强 的 鲁 棒 性（Gong 等 ，2021；Wang 等 ，2022b）。 此

外，还可以通过对数据增强后的图像进行测试，验证

模型的鲁棒性。

在数据增强领域，人工设计数据增强方法逐渐

被自动选择增强策略替代。Cubuk 等人（2019）指出

手工配置数据增强方法效率低且与图像最适合的数

据增强方法难以选择，因此提出 Auto Augment 自动

搜索算法改进数据增强方法。最终，通过搜索算法

找到最佳策略，使数据集能够达到更好的数据增强

效果。Chen 等人（2021）提出了一种名为生成对抗

U-Net 的数据增强方法，该方法利用 U-Net 结构作为

生成器生成多样化的图像，解决了标注图像不足的

问题。

在跨视角地理定位任务中，数据增强方法也有

相关运用。Zhang 等人（2023d）指出图像经过翻转

后虽然保持了细节信息，但修改了几何布局。因此，

该方法在数据增强的基础上提出布局模拟的增强方

法。原始的数据增强采用颜色抖动来修改图像中的

亮度、对比度和饱和度；布局模拟的增强是在图像上

应用随机翻转和随机旋转（90°、180°或 270°）来修改

图像的空间信息，进而产生具有不同几何布局的匹

配图像丰富训练样本。Dai 等人（2022）指出跨视角

地理定位应增强对位置偏移的鲁棒性，因此提出

FSRA（feature segmentation and region alignment）方

法。该方法中使用 BP（BlackPad）和 FP（FlipPad）两

种偏移操作进行数据增强。BP 操作是在图像左侧

填充宽度为 P 的黑色块、右侧剪切宽度为 P 的图像；

FP 操作是翻转图像左侧宽度为 P 的部分、剪切右侧

宽度为 P 的图像。上述两个数据增强操作的组合，

表5　VIGOR数据集中的均衡策略

Table 5　Balancing strategies in the VIGOR dataset

策略

原始

策略 2
策略 3

每幅卫星图像
中的正样本数

/
2
3

地面图
像数量

238 696
105 214
149 869

卫星图
像数量

90 618
90 618
90 618

R@1/%
/

41.1
48.5

注：“/”表示未提供该信息。
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在保持细节信息的同时，进一步挖掘了图像的空间

信息。Zhu 等人（2023a）在 Dai 等人（2022）的基础

上，仍然使用翻转填充变换作为数据增强的方法。

他们在翻转填充时，翻转图像左侧的 n 个像素且裁

剪图像右侧的 n 个像素。实验中，对增强后的图像

进行模型测试，结果表明该方法提升了模型对位置

偏移的鲁棒性，验证了数据增强可以丰富数据集并

提升视觉抗干扰能力。

2. 2　深度学习网络

由于跨视角地理定位需要利用不同视角的图像

特征，进行匹配以实现定位任务，因此，图像的特征

提取方法成为影响其性能的主要因素。当前深度学

习特征提取网络的方法主要包括：基于 CNN 的方

法、基于 Transformer 的方法和基于混合结构的方法。

表 6 是对现有不同网络结构的跨视角地理定位方法

的分类和归纳。

2. 2. 1　基于 CNN 的方法

基于卷积神经网络的方法首先通过 CNN 网络

提取图像特征信息，生成输入图像的特征图。然后

比对目标图像与数据库中图像的特征关系，进而推

断出目标图像的位置信息。

Workman 等人（2015）首次将深度学习网络用于

跨视角地理定位任务，所提出的网络架构用于学习

地面与卫星图像的联合语义特征表示，并建立了第

一个跨视角地理定位数据集 CVUSA。同年该团队

进一步验证了深度学习模型可以提取具有区分性的

图像特征，并且该特征具有区分两个地理区域的能

力（Workman 和 Jacobs，2015），为该领域打下坚实基

表6　不同跨视角地理定位方法分析

Table 6　Analysis of different cross-view geo-localization methods

方法

Workman 等人（2015）
Workman 和 Jacobs（2015）
Lin 等人（2015）
Kan 等人（2016）
Zheng 等人（2017）
Liu 和 Li（2019）
Zheng 等人（2020）
Zhuang 等人（2021）

Wang 等人（2022d）
Dai 等人（2022）
Zhu 等人（2022）
Zhuang 等人（2022）
Yang 等人（2021）
Zhao 等人（2022）
Zhang 等人（2023d）
Zhu 等人（2023b）
Zhu 等人（2023a）
Shen 等人（2024）
Deuser 等人（2023）

来源

ICCV
CVPR
CVPR
CVPR
TOMM
CVPR

ACM MM
Remote 
Sensing
TCSVT
TCSVT
CVPR

ACCESS
NeurIPS

arXiv
AAAI
arXiv

Sensors
TCSCV
ICCV

年份

2015
2015
2015
2016
2017
2019
2020
2021

2021
2021
2022
2022
2021
2022
2022
2023
2023
2023
2023

类型

卷积神经网络

卷积神经网络

卷积神经网络

卷积神经网络

卷积神经网络

卷积神经网络

卷积神经网络

卷积神经网络

卷积神经网络

Transformer
Transformer
Transformer
混合结构

混合结构

混合结构

混合结构

混合结构

混合结构

混合结构

数据集

CVUSA
San Francisco
自建数据集

自建数据集

Oxford5k（Philbin 等，2007）
CVUSA 和 CVACT

University-1652
University-1652

University-1652、CVUSA、CVACT、
Oxford5k（Philbin 等，2007）

University-1652
CVUSA 和 VIGOR
University-1652

CVUSA 和 CVACT
CVUSA 和 CVACT
CVUSA 和 CVACT

University-1652、CVUSA、CVACT、
VIGOR 和 Oxford5k

University-1652 和 SUES-200
University-1652 和 SUES-200

CVUSA、CVACT、University-1652 和
VIGOR

特点

优点：特征表达能力强，
能更好适应视角差异

缺点：解释性不强，需要
大量图像进行训练

优点：特征表达能力和
全局上下文推理能力更

强，有效地减少视觉
歧义

缺点：模型参数量偏大
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础。Lin 等人（2015）结合卷积神经网络在人脸验证

中的成功，将其引入跨视角地理定位任务中，提出了

Where-CNN 的方法，并展示了该方法在跨视角地理

定位中的有效性。Kan 等人（2016）指出跨视角地理

定位领域中不同视角的图像之间存在较大差异的问

题，因此提出了多视图深度网络 MvDN（multi-view 
deep network）用于寻找并消除复杂（高度非线性）的

视图差异。但是，使用独特的网络分支寻找并消除

多视图差异的方法会在训练和测试中产生较大的开

销（Hu 等，2018）。Zheng 等人（2017）指出现有的跨

视角地理定位方法区分度不够，因此提出一种能够

同时计算识别损失和验证损失的孪生神经网络结

构。该网络结合验证模型和识别模型两种卷积神经

网络在行人再识别（Hermans 等，2017）中的应用，将

其引入跨视角地理定位任务中，进一步增加了模型

区分度。为解决模型训练收敛较慢的问题，Hu 等人

（2018）提 出 CVM-Net（cross-view matching network）
方法。该方法使用全卷积层提取图像局部特征，并

利用 NetVLAD 将其编码为全局图像描述符进行图

像检索，加快了模型收敛速度并提高了检索精度。

Liu 和 Li（2019）指出方位信息可作为空间定位任务

的辅助信息，提出了一种从图像外表和方向几何信

息中联合学习特征嵌入的孪生神经网络结构。该方

法建立了一种新的任务方式，有效提升了跨视角地

理定位任务的精度。Zheng 等人（2020）提出空中—

卫星的跨视角地理定位任务。为了验证不同视角的

图像是否具有不同的原始细节，Zheng 等人（2020）
在孪生神经网络的基础上设计出 3 分支网络，其输

入分别为卫星、地面和无人机图像。但该方法目前

主要集中于探索图像全局信息，而忽略了上下文信

息（Wang 等，2022d）。Zhuang 等人（2021）指出现有

跨视角地理定位模型缺乏对偏移量和尺度变化的鲁

棒性，因此设计了一种具有全局和局部分支的多尺

度块注意力网络（multiscale block attention network，

MSBA）。网络的两个分支将图像分割成不同尺度

的多个部分同时训练，将全局信息与局部信息结合，

使该模型的精度超过了现有的最佳模型。Wang 等

人（2022d）指出现有方法通常集中于挖掘图像中心

地理目标的细粒度特征，而忽略了邻近区域的上下

文信息。因此，他们提出局部模式网络（local pattern 
network，LPN），该网络利用分区与图像中心的距离设

计注意力分配，进而简化部分匹配并实现了逐部分

的表示学习。实验结果表明，该方法对旋转变化具

有良好的可扩展性，丰富了地理定位的判别特征。

2. 2. 2　基于 Transformer 的方法

近年来，ViT（vision Transformer）模型在计算机

视觉领域受到广泛关注。ViT 任务（Dosovitskiy 等，

2010）开 创 性 地 将 自 然 语 言 处 理（natural language 
processing，NLP）中的 Transformer 架构（Vaswani 等，

2017）应用于图像分类任务中。Touvron 等人（2021）
提出的 DeiT（data-efficient image Transformer）方法证

明了 ViT 模型在 ImageNet 数据集（Deng 等，2009）上

的图像分类问题优于 CNN 对应的方法。因此，使用

Transformer 模型的跨视角地理定位方法迅速取代了

基于卷积神经网络的方法，并成为该领域的主流。

Dai 等人（2022）指出现有方法低估了提取鲁棒

特征表示的重要性和特征对齐的作用，因此提出了

一个特征分割和区域对齐的网络 FSRA。该方法利

用 Transformer 提取特征图的热力分布并根据分布划

分区域，然后在不同视图中一一对齐多个特定区域，

从而实现更精确的匹配。但该方法忽略了场景中部

分区域的位置信息并且缺乏对整个图像中上下文信

息的探索（Shen 等，2024）。Zhu 等人（2022）提出了

一个纯粹的基于 Transformer 的跨视角地理定位方法

TransGeo（Transformer is all you need for cross-view 
image geo-localization），该方法不依赖于坐标对齐，

并使用注意力引导的非均匀裁剪策略，消除了输入

图像中大量无信息的斑块，减少了跨视角地理定位

任务的计算量。Zhuang 等人（2022）提出一个包含

语 义 引 导 模 块（semantic guidance module，SGM）的

Transformer 网络结构，该网络利用自注意力机制提

取上下文信息，进一步解决了卷积神经网络中感受

野受限的问题。

2. 2. 3　基于混合结构的方法

虽然直接将 Transformer 引入跨视角地理定位任

务中可以提升该任务的检索精度，但是纯粹的 ViT
模型缺乏灵活性（Liu 等，2021a）。基于混合结构的

方法是指利用卷积神经网络或 Transformer 网络进行

特征提取（Zhang 等，2023b），然后使用基于卷积神

经网络或 Transformer 设计的特征注意力模块（Dong
等，2022）进一步丰富判别信息。

Yang 等人（2021）将基于混合结构的方法运用

于跨视角地理定位。该网络包含一个层到层 Trans⁃
former 网络模型（layer-to-layer Transformer，L2LTR），
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并利用自注意力特性建模全局依赖关系，从而显著

降低了跨视角地理定位中视觉模糊性问题。虽然该

方法是基于混合结构的方法，但由于该方法采用

CNN 作为特征提取器，而自注意力机制和位置嵌入

信息仅用于高层 CNN 特征，因此该方法没有充分利

用 第 1 层 的 全 局 建 模 能 力 和 位 置 信 息（Zhu 等 ，

2022）。Zhao 等人（2022）指出现有方法中的孪生神

经网络没有考虑两个分支之间的互利关系，因此提

出 了 一 个 互 补 生 成 式 学 习 网 络（mutual generative 
Transformer learning，MGTL）。该网络的双分支可以

生成互利的空中和地面知识，最终产生丰富的判别

特征。Zhang 等人（2023d）指出现有方法缺乏提取

视 觉 特 征 的 空 间 几 何 能 力 。 因 此 ，他 们 提 出 了

GeoDTR（geometric descriptor Transformer）网络，从原

始特征中分离几何信息，并且通过几何布局提取器

模块学习来自不同视角图像的空间相关性，有效提

升了模型性能。Zhu 等人（2023b）指出现有特征提

取网络是通用的，所以利用其解决跨视角地理定位

这一特殊任务时性能不佳。因此，他们设计了基于

简单注意力的跨视角地理定位网络（simple attention-

based image geo-localization network，SAIG）。Zhu 等

人（2023a）指出现有方法忽视了外部因素特征和各

种表征间的相互作用，因此提出将孪生神经网络的

双分支分成两部分。第 1 部分采用 ResNetV2 学习

细粒度特征；第 2 部分采用 ViT 网络从图像中提取全

局特征，提升了模型的识别性能。

在网络模型的进一步发展中，Liu 等人（2022）结

合 ResNet 和 Inception 模型的优势重新设计卷积神

经网络，得到 ConvNeXt 网络模型。该网络在处理速

度和精确度方面与 ViT 网络具有相似的性能（Doso⁃
vitskiy 等，2010；Liu 等，2021a），但在网络结构上更

简单。Shen 等人（2024）将 ConvNeXt 网络引入跨视

角地理定位任务中，其中 ConvNeXt 模块如图 4 所

示。该网络还包含一个跨维交互模块，用于提取不

同维度的判别信息，使得该网络获取了更全面的特

征表示。

2. 3　特征注意力模块

单纯地使用卷积神经网络或 Transformer 网络进

行特征提取，只能得到原始图像的部分简单特征信

息。为了进一步提取图像特征并增强模型的判别能

力，需要设计特征注意力模块（Arar 等，2022）。该类

型模块通过学习有效的注意力机制，对输入图像或

特征图进行自适应地加权，以便更加关注与任务相

关的区域或特征（Naranjo-Alcazar 等，2021）。

Cai 等人（2019）提出了一个轻量级的双重注意

力 模 块 （feature context-based attention module，

FCAM），该模块包括通道注意力和空间注意力两部

分。其中，通道注意力采用了卷积块注意力模块

（convolutional block attention module，CBAM），而 空

间注意力模块集成了一种上下文感知的特征重新加

权策略，进一步提取了具有区分能力的特征。Lin 等

人（2022）提出了一种迫使模型聚焦于显著区域的单

元减法注意力模块（unit subtraction attention module，

USAM），该模块使用单元减法卷积（unit subtraction 
convolution，USC）从特征图中提取关键点，进一步提

升了挖掘细节特征的能力。Zhang 等人（2023d）提

出了几何布局提取器模块，用于挖掘视觉特征之间

的全局上下文信息。该方法可产生有效的几何布局

描述符用于调制原始特征，进一步提高了跨视角地

理定位的辨别能力。Zhu 等人（2023b）设计了一种

空间混合特征聚合模块（spatial-mixed feature aggre⁃
gation module，SMD），在任务中可以自由地对长距离

信息建模。该模块将空间信息混合并投影到低维空

间中生成特征描述符，减少训练时的过度特征损失。

图 4　ConvNeXt 模块结构（Shen 等，2024）
Fig. 4　Structure of ConvNeXt（Shen et al.  ，2024）

3553



Vol. 29，No. 12，Dec. 2024

Shen 等 人（2024）受 到 三 元 组 注 意 模 块（Misra 等 ，

2021）的启发，设计了一种跨维度交互模块。该模块

利用通道信息和空间信息处理特征图，建立了维度

间依赖关系，实现了更佳的跨维度信息交互。实验

结果表明，经过特征注意力模块处理的特征图可以

提供更丰富更有效的特征信息。

2. 4　损失函数

为了帮助模型更好地拟合数据，加快模型的收

敛速度，需要不断改进损失函数。对比损失（Vo 和

Hays，2016；Varior 等，2016）和三元组损失（Schroff
等，2015）是跨视角地理定位领域中常见的距离损失

函数。损失函数通常使用于模型训练阶段，用来度

量模型的预测值与真实值之间的差异（Wood 等，

2022）。在本节中，我们将分析对比损失、三元组损

失和其他损失在跨视角地理定位任务中的特性。

2. 4. 1　对比损失

对比损失相对于其他损失函数具有较少的计算

量，并且可以有效地处理孪生神经网络中成对数据

的关系。该函数最早是由 Hadsell 等人（2006）提出，

主要用于度量两个样本之间的相似性或差异性，增

加分类器的类间差异，计算为

L (x, y, l ) = (1 - l ) 1
2 lD2 + 1

2 l{max (0, m - D )}2  （2）
式中，l ∈ { 0，1}表示输入图像 x，y是否与标签匹配，

如果匹配，那么 l = 1；否则 l = 0。m > 0 是不匹配图

像的函数间隔值，D =  f (x ) - f (y ) 2 表示图像在特

征空间中的欧氏距离。

Lin 等人（2015）为了优化现有的跨视角地理定

位网络，将对比损失引入该任务中，让匹配的图像具

有接近 0 的较小欧氏距离，而让不匹配的图像具有

大于间隔值 m 的较大欧氏距离。为了测试不同损失

函数对模型训练的影响，Zheng 等人（2017）在任务

中分别使用交叉熵损失以及对比损失作为损失函数

进行训练。结果表明，使用对比损失训练的模型在

R@1 和 AP 指 标 上 效 果 分 别 下 降 了 4. 39% 和

6. 55%；Hu 等人（2018）使用对比损失训练 CVM-Net
模型并在 CVUSA 数据集上进行测试，最终结果均不

如三重损失和四重损失。因此，在后续的跨视角地

理定位任务研究中，对比损失逐渐被其他损失所

取代。

2. 4. 2　三元组损失

由于对比损失每次仅考虑两个样本的类间差

异，因此在训练任务中存在性能不足的问题。在跨

视角地理定位任务中，三元组损失随机选择一幅图

像作为锚点，然后拉近同类标签图像并推远不同标

签图像。该损失有利于减小来自不同视角但具有相

同标签值的特征向量之间的距离（Ding 等，2022）。

Schroff 等人（2015）首次提出三元组损失，该损

失需利用 3 个样本组成的样本对（包括一个锚点样

本、一个正样本和一个负样本）。对于每组样本中的

锚点样本，需从同一标签中随机选取一个正样本和

另一个不同标签中的负样本，使得它们之间的距离

差异比较大。然后，通过对比这 3 个样本之间的距

离关系，更新模型中的参数，使得锚点样本与正样本

之间的距离尽可能小，而与负样本之间的距离尽可

能大（Xu 等，2020），计算为

L = max (d (a, n ) - d (a, p ) + m, 0 ) （3）
式中，a 表示锚点样本；p 表示与 a 是同一标签的样

本，即正样本；n 表示与 a 是不同标签的样本，即负样

本；m 是一个大于 0 的超参数。

Vo 和 Hays（2016）指出基于欧氏距离的常见损

失函数不是最佳的损失函数，因此提出一种类似于

标准 softmax 的损失函数，用于加快三元组损失的收

敛速度，计算为

L = log (1 + edpos - dneg ) （4）
式中，dpos 和 dneg 是所有正样本和负样本到所选锚点

样本的距离。

在提高损失函数收敛性的研究中，Hu 和 Lee
（2020）指出原始三元组损失中的阈值 m 需要经过仔

细选择以获得模型优化的最佳结果（见式（4））。因

此，他们在 Vo 和 Hays（2016）的基础上，提出了一种

软边界三元组损失。该方法为避免选取确定阈值 m

造成模型训练过慢的问题，通过系数 α 缩放距离提

高模型收敛速度，计算为

L = ln (1 + eα (dpos - dneg ) ) （5）
2. 4. 3　其他损失

三元组损失在跨视角地理定位任务中有着广泛

的运用，为了进一步增强模型对样本的区分能力以

及提高模型收敛速度，Chen 等人（2017）在三元组损

失（Schroff 等 ，2015）的 基 础 上 提 出 了 四 元 组 损 失

（Quadruplet）。四元组损失在三元组损失的基础上

引入了负样本的选择，训练时需使用 4 个样本，分别

为锚点样本 a、正样本 p、第 1 个负样本 n1 和第 2 个负
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样本 n2。计算为

L = (da,p - da,n1 + α )+ + (da,p - dn1,n2 + β )+ （6）
式中，α 和 β 是手动设置的超参数，通常设置 α 小于

β，前一项称为强推动项，后一项称为弱推动项； (•)+
是指 max (•，0)操作。相比于三元组损失只考虑正

负样本间的相对距离，四元组通过新添加一个负样

本，使模型进一步学习到更好的表征。

现有的损失函数大多使用距离作为相似性度

量，而距离度量在尺度变化时比较敏感。为进一步

改 善 模 型 性 能 并 提 高 模 型 收 敛 速 度 ，Wang 等 人

（2017）提出一种角度损失。其主要思想是根据负样

本处的角度对三元组内的三阶关系进行编码，通过

限制角度的上界，推动负样本远离正簇的中心，并拉

动正样本之间的距离，计算为

Lang =  Xa - Xp
2 - 4 tan2 α Xn - Xc

2
（7）

式中，Xa 表示锚点样本；Xp 表示正样本；Xn 表示负样

本，Xc = 1/2 (Xa + Xp )，α 是一个大于 0 的超参数。该

损失使用角度关系作为相似性度量，通过引入尺度

不变性提高目标对于特征差异的鲁棒性并加快了收

敛速度。

Van Den Oord 等 人（2018）和 Radford 等 人

（2021）提出 InfoNCE（noise contrastive estimation ）损

失，它是对比损失的一种改进方案。Deuser 等人

（2023）将其引入跨视角地理定位任务中，该损失利

用批次中所有可用的负样本，丰富模型训练过程，计

算为

L (q, R ) InfoNCE = -log exp ( q ⋅ r+
τ )

∑
i = 0

R exp ( q ⋅ r i

τ )
（8）

式中，q表示查询样本（地面或无人机图像）的编码

向量；R 表示参考图像（卫星样本）数量。r+ 表示与查

询样本 q 具有相同标签值的正样本编码向量，当 r+
与 q匹配时，只有一个正的样本 r i。InfoNCE 损失使

用点积来计算查询图像和参考图像之间的相似度，

当查询和正匹配相似时，该损失较低；而当负样本 r i

与 q不相似时，该损失较高；其中温度参数 τ 是一个

超参数，可以设置为动态学习（Radford 等，2021）或

设置为静态值。该方法在训练过程中使用更多负样

本，通过一（正样本）对多（负样本）的训练关系进一

步提升模型性能。

3　跨视角地理定位方法效果分析

本节根据跨视角地理定位任务中深度模型骨干

网类别，将现有主流方法在两个主流数据集 Univer⁃
sity-1652 和 CVUSA 上进行测评。在 University-1652
数据集中测评内容包括：骨干网类型、输入尺寸、无

人机—卫星之间两类检索任务的两种精度指标（R@1
和 AP）、参数量和推理速度，如表 7 所示。在 CVUSA
数据集中测评内容包括：骨干网类型、输入尺寸和

地面—卫星的 4 个精度指标，如表 8 所示。实验结

果 从 总 体 上 可 反 映 当 前 跨 视 角 地 理 定 位 方 法 的

水平。

3. 1　University-1652数据集结果分析

数据集 University-1652 主要执行空中—卫星跨

视角地理定位任务。从表 7 中两类任务的两种精度

指标（R@1 和 AP）可以看出，Sample4Geo（Deuser 等，

2023）方法在两种匹配模式下召回精度 R@1 以及平

均 精 度 AP 均 最 高 。 MCCG（multiple classifier for 
cross-view geo-localization）方法（Shen 等，2024）取得

了次优的精度。值得注意的是，两类方法均使用了

ConvNeXt 网络结构，同时图像输入尺寸均为较大的

384 × 384 像素。由此可得到两个结论：1）新型网络

结构能为跨视角地理定位任务提供更好的特征提取

能力。具体而言，Sample4Geo 方法使用了能力更强

的 ConvNeXt-B 网络模型，在无人机至卫星的任务模

式下，召回精度 R@1 比 MCCG 方法（ConvNeXt 模型）

提升了 3. 01%、平均精度 AP 提升了 2. 49%；在卫星

至无人机的匹配模式下，召回精度 R@1 比 MCCG 方

法提升了 0. 74%、平均精度 AP 提升了 2%。2）采用

较大的图像输入尺寸可使数据中包含更多的图像细

节信息，进而改善跨视角地理定位能力。具体而言，

MCCG 方法（Shen 等，2024）在输入尺寸为 384 × 384
像素的条件下比 256 × 256 像素的条件下，无人机至

卫星的匹配任务中，召回精度 R@1 提升了 0. 36%，

平均精度 AP 提升了 0. 31%；而卫星至无人机的匹配

任务中，召回精度 R@1 提升了 0. 01%，平均精度 AP
提升了 0. 1%。

此外，从表 7 的骨干网类型可以看出，现有骨干

网包括 ResNet 网络、Transformer 网络、ConvNeXt 网

络 以 及 它 们 的 一 些 变 形 。 总 体 来 说 ，使 用 Trans⁃
former 作为骨干网的方法精度大多高于使用 ResNet
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作为骨干网的方法，而使用 ConvNeXt 网络的方法是

所有方法中性能更优的。从图像输入尺寸可以看

出，大多数跨视角地理定位方法输入尺寸为 256 × 
256 像素，还包括 384 × 384 像素和 512 × 512 像素两

种输入尺寸。较大尺寸的输入可以带来较好的结

果。从参数量可以看出，Baseline（Zheng 等，2020）方

法的参数量最少；而使用 ConvNeXt 网络虽然带来了

更 好 的 性 能 ，但 由 于 该 网 络 是 结 合 了 ResNet 和

Inception 模型的优势重新设计的新型网络，因此参

数量相对较大。Sample4Geo 方法比先前参数量最

大的 FSRA 方法（51 M）还多了接近 50%。从推理速

度可以看出，Baseline（Zheng 等，2020）方法的推理速

表8　跨视角地理定位方法在CVUSA数据集上的结果比较

Table 8　The results of cross-view geo-localization methods on the CVUSA dataset

方法

Toker*（Toker 等，2021）
SAFA+LPN（Wang 等，2022d）
Polar-L2LTR*（Yang 等，2021）
SIRNet*（Lu 等，2022）
TransGeo（Zhu 等，2022）
GeoDTR（Zhang 等，2023d）
GeoDTR*（Zhang 等，2023d）
LPN*+DWDR（Wang 等，2022a）
SAIG-D*（Zhu 等，2023b）
MGTL*（Zhao 等，2022）
Sample4Geo（Deuser 等，2023）

骨干网类型

AlexNet
VGG-16
ResNet
VGG-16

Transformer
ResNet-34
ResNet-34
ResNet-50
ResNet-50
VGG-16

ConvNeXt-B

输入尺寸/像素

/
256 × 256
256 × 256

/
256 × 256
256 × 256
256 × 256
256 × 256
256 × 256
384 × 384
384 × 384

R@1/%
92.56
92.83
94.05
93.74
94.08
93.76
95.43
94.33
96.34
94.11
98.68

R@5/%
97.55
98.00
98.27
98.02
98.36
98.47
98.86
98.54
99.10
98.30
99.68

R@10/%
98.33
98.85
98.99
98.85
99.04
99.22
99.34
99.09
99.50
99.03
99.78

R@Top1/%
99.67
99.78
99.67
99.76
99.77
99.85
99.86
99.80
99.86
99.74
99.87

注：加粗、下划线字体分别表示各列最优、次优结果，“/”表示未提供该信息，“*”表示方法使用极坐标变换作为数据预处理中特

征对齐方式，推理速度的“×”表示比例关系，基准方法为 1. 00×，其他为相对基准方法的倍数。

表7　跨视角地理定位方法在University-1652数据集上的结果比较

Table 7　The results of cross-view geo-localization methods on the University-1652 dataset

方法

Baseline（Zheng 等，2020）
LPN*（Wang 等，2022d）
FSRA（Dai 等，2022）
MSBA（Zhuang 等，2021）
SGM（Zhuang 等，2022）
PAAN（Bui 等，2022）
Swin-B+DWDR（Wang 等，2022a）
MCCG（Shen 等，2024）
MCCG（Shen 等，2024）
Sample4Geo（Deuser 等，2023）
PCL（Tian 等，2022）

骨干网类型

ResNet-50
ResNet-101

ViT-S
ResNet-50
Swin Tiny

SE-ResNet50
Swin Transformer

ConvNeXt
ConvNeXt

ConvNeXt-B
ResNet-50

输入尺寸/像素

256 × 256
256 × 256
256 × 256
256 × 256
256 × 256
256 × 256
256 × 256
256 × 256
384 × 384
384 × 384
512 × 512

无人机→卫星

R@1/%
58.23
76.13
84.51
82.33
82.14
84.51
86.41
89.28
89.64
92.65

83.27

AP/%
62.91
79.29
86.71
84.78
84.72
86.78
88.41
91.01
91.32
93.81

87.32

卫星→无人机

R@1/%
74.47
85.45
88.45
90.58
88.16
91.01
91.30
94.29
94.30
95.14

91.78

AP/%
59.45
75.45
83.37
82.06
81.81
82.28
86.02
89.29
89.39
91.39

82.18

参数量
/M
26
45
51
36
28

43.8
/
/
/

88
/

推理速度

1.00×
1.51×
1.05×
1.05×
1.04×
1.07×

/
/
/
/
/

注：加粗、下划线字体分别表示各列最优、次优结果，“/”表示未提供该信息，“*”表示方法使用极坐标变换作为数据预处理中特

征对齐方式，推理速度的“×”表示比例关系，基准方法为 1. 00×，其他为相对基准方法的倍数。
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度最快，而 Wang 等人（2022d）提出的 LPN 方法推理

速度慢。

3. 2　CVUSA数据集结果分析

数据集 CVUSA 主要执行地面—卫星跨视角地

理定位任务，表 8 给出了 4 个指标（R@1、R@5、R@10
和 R@Top1）的 评 测 结 果 。 从 表 8 可 以 看 出 ，

Sample4Geo（Deuser 等，2023）方法在 4 个指标中均

取得最佳性能，SAIG-D*（Zhu 等，2023b）方法取得次

优结果。值得注意的是，Sample4Geo 方法使用的图

像输入尺寸是 384 × 384 像素，而 SAIG-D*方法使用

的图像输入尺寸是 256 × 256 像素。同时，两类方法

使用的骨干网类型也不同。

除此之外，在数据集 CVUSA 上大多数方法均使

用极坐标变换作为数据预处理步骤， 用“*”标出。

例如，GeoDTR 方法在骨干网类型、图像输入尺寸相

同条件下，使用极坐标变换后，召回精度 R@1 提升

了 1. 67%，召回精度 R@5 提升了 0. 19%，召回精度

R@10 提 升 了 0. 12%，召 回 精 度 R@Top1 提 升 了

0. 01%。由此可见，使用极坐标变换进行数据预处

理有利于提升跨视角地理定位精度。

4　挑战与未来展望

当前，深度学习带动了跨视角地理定位技术的

发展，但该领域仍存在一些挑战。本节将进一步讨

论本领域的未来发展方向，相信这将有助于进一步

推进跨视角地理定位技术的发展。

1）受人类视觉系统启发的跨视角地理定位方

法。人类通过人类视觉系统（human visual system，

HVS）来获取外界信息（Ge 等，2022；Dong 等，2023），

由于人眼在观察图像时，对于原始图像失真部分的

敏感程度不同，因此，对于不敏感的信息允许有较大

的失真；而对于敏感的信息，则需要减少失真。目前

HVS 中包含对色彩亮度的异常感知、对物体运动的

研究以及从粗到细判别过程等机制（Van de Ven 等，

2020）。例如从粗到细的相似物体判别过程，启发

Lin 等人（2022）在表征学习中考虑全局和局部信息，

所 设 计 的 模 型 融 合 了 全 局 特 征（粗）和 局 部 特 征

（细）。因此通过对该领域的研究，可以设计更符合

人类视觉系统与深度学习结合的判别方法，从而能

够高效准确地解决跨视角地理定位工作。

2）基于视觉大模型的跨视角地理定位。当前的

数据增强方法虽然可以智能地获取数据增强策略

（Cubuk 等，2020；Ni 等，2021；Shu 等，2023），但如何

为给定任务自动定制一组最佳数据增强方案仍有待

研究。随着虚拟现实和大语言模型技术的快速发展

（Yue 等，2023；Zhang 等，2023c），使用大模型技术生

成的图像作为新的数据来源已经被提出（Hao 等，

2023；Yang 等，2023）。Mandlekar 等人（2023）在模拟

仿真环境中，使用数字孪生技术复制真实世界中人

类的操作数据，生成了真实世界中没有的操作。因

此，通过该技术模拟多视角的真实场景图像，可为跨

视角地理定位任务提供具有不受现实采样约束的数

据增强方案。除此之外，鉴于大模型在自然语言处

理、计算机视觉和语音识别等领域的成功（Pal 等，

2023），可将其引入跨视角地理定位任务中。大模型

具有较好的泛化能力，可以应对实际场景中的鲁棒

性以及可迁移性问题（Zhang 等，2023e）。在实际部

署中，由于跨视角地理定位需要应对各种变化的自

然场景，而大模型的模型泛化能力可以较好地解决

变换场景所带来的鲁棒性问题。同时，现有的跨视

角地理定位方法是有监督的方法，而现实场景中的

跨视角定位任务往往是半监督或无监督条件。这导

致现有的方法在理想的实验条件下效果较好，在实

际场景中效果略差。大模型所具备的迁移学习能力

可以有效地帮助本领域由有监督学习向域适应、半

监督和无监督的方向发展（Yin 等，2023）。

3）轻量化模型的跨视角地理定位方法。随着无

人机技术的广泛运用，在无人机上部署跨视角地理

定位技术成为可能。但该任务要求模型小且推理性

能高（Deng 等，2020；Qin 等，2020；赵洁 等，2023），因

此利用轻量化方法获得高精度轻量级模型逐渐成为

发展趋势（Luo 等，2023）。当前模型轻量化方法主

要采用知识蒸馏（Chen 等，2022b；司兆峰和齐洪钢，

2023）、模型量化（Cai 等，2020；Liu 等，2021b）、重参

数 化（Hu 等 ，2022b；Huang 等 ，2022）等 技 术 。

KeepEdge 方法已经将模型轻量化技术运用于跨视

角地理定位，该方法首次使用知识蒸馏技术在无人

机上部署了一个高精度模型，实现了边缘化计算

（Luo 等，2023）。由于该领域目前研究处于起步阶

段，如何综合利用模型轻量化方法在不损失精度的

情况下，提升模型在边缘设备上的部署能力仍值得

研究。

4）可持续学习的跨视角地理定位方法。跨视角
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地理定位任务中最大的挑战是不同视角图像的视觉

差异（Zhu 等，2023b）。在无人机跨视角地理定位场

景中，图像采集装置获得的图像往往比数据集更恶

劣，并且会受自然因素的干扰。这就导致跨视角地

理定位在实际运用中需要克服鲁棒性、泛化性、可迁

移性以及针对各种 in the wild 变化场景的问题。持

续学习是指在训练过程中连续不断地学习一系列任

务（Ke 等，2020），并利用从旧任务中积累的知识来

更好地学习新任务（Wang 等，2022c，2023）。因此，

将持续学习的理念引入跨视角地理定位任务中，使

其在新场景中具有较高的鲁棒性、泛化性和可迁移

性，将成为未来发展趋势。。

5　结 语

作为一项重要的视觉定位技术，跨视角地理定

位在图像检索、遥感监测、视频监控、导航定位和军

事侦察中发挥着至关重要的作用。本文主要阐述了

跨视角地理定位的研究背景和意义，首次按照深度

学习的跨视角地理定位框架对国内外研究现状进行

了整理和总结。首先，简述了跨视角地理定位的任

务来源，总结了早期任务中手工特征提取的解决方

案。其次，通过阐述该任务的问题定义，介绍了现有

数据集和评价指标。随后，根据该任务的框架归纳

出现有方法在数据预处理、深度学习网络、特征注意

力模块和损失函数方面的发展。最后，结合当下人

工智能发展的趋势，讨论了该领域的挑战与未来发

展趋势。

经过综合的分析归纳，发现跨视角地理定位任

务作为图像检索问题的延伸，各项研究仍处于不断

发展的阶段且具有较大科研前景。本文希望通过对

深度学习的跨视角地理定位方法综述，让更多学者

关注这一领域内容，进而推动该领域的发展与进步。
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