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摘 要： 目的　在目标检测领域，深度学习模型已经取得巨大成功。但是已有的基于深度学习的目标检测算法在

小物体目标检测中仍然困难重重，原因在于航拍图像多是更复杂的高分辨率场景，其中一些常见问题，如稠密度高、

不固定的拍摄角度、目标物体尺寸小和高变异性等给现有目标检测方法带来巨大挑战。切片策略是近年来用于高

分辨率图像小目标检测任务的众多优秀方法之一，然而现有的切片方法存在冗余计算问题，因此提出一种新的自适

应切片方法，称为自适应切片辅助超推断（adaptive slicing-assisted hyper inference，ASAHI）。方法　该方法关注切片

数量而非传统的切片大小，可以根据图像分辨率自适应调整切片数量以消除冗余计算带来的性能损耗。在推理阶

段，首先根据 ASAHI 算法将输入图像分割为 6 或 12 个重叠的块；之后对每个图像块进行插值处理以保持长宽比；接

下来考虑到小块切片在检测大物体时的明显缺陷，分别对切片图像块和完整输入图像进行目标检测前向计算；最后

为了提高高密度场景下推理的准确性和检测速度，后处理阶段集成了一种更快和更高效的 Cluster-NMS（non-

maximum suppression）方法和 DIoU（distance- intersection over union）惩罚项，即 Cluster-DIoU-NMS（CDN），将 ASAHI 推

理和全图推理结果进行合并，再转回原始图像尺寸。为了支持切片图像块的推理，本文在训练阶段构建的数据集也

包括切片图像块。结果　在广泛的实验中，ASAHI 在 VisDrone（vision meets drones）和 xView 数据集上表现出具有竞

争力的性能。结果显示，与现有切片方法相比，本文方法将 IoU 值为 0. 5 时的平均精确率均值（mean average preci⁃
sion，mAP）mAP50 提高 1. 7%，计算时间减少 20%～25%；在 VisDrone2019-DET-val（vision meets drones 2019 for detec⁃
tion for validation）数据集上，mAP50 的结果提高到 56. 8%。结论　本文方法可以有效处理高分辨率场景下小物体稠

密度高、拍摄角度不同以及变异性高等复杂的因素，实现高质量的小物体目标检测。
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Abstract： Objective　Object detection has attracted considerable attention because of its wide application in various fields.  
In recent years， the progress of deep learning technology has facilitated the development of object detection algorithms com⁃
bined with deep convolutional neural networks.  In natural scenes， traditional object detectors have achieved excellent 
results.  However， current object detection algorithms still encounter difficulties in small object detection.  The reason is 
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that most aerial images refer to complex high-resolution scenes， and some common problems， such as high density， unfixed 
shooting angle， small size， and high variability of targets， have introduced great challenges to existing object detection 
methods.  Thus， small object detection has emerged as a key area in the field of object detection research.  Its broad applica⁃
tions mainly include identification of early small lesions and masses in medical imaging， remote sensing exploration in mili⁃
tary operations， and location analysis of small defects in industrial production.  Some researchers have obtained high-

resolution image features through multiple up-sampling operations， while another set of approaches effectively deals with 
problems such as high intensity by adding a penalty item in the post-processing stage.  Among them， one excellent work is 
the use of slicing strategy， which slices the image into smaller image blocks to enlarge the receptive field.  However， the 
existing slicing-based methods involve redundant computation that increases the calculation cost and reduces the detection 
speed. Method　Therefore， a new adaptive slicing method， which is called adaptive slicing-aided hyper inference 

（ASAHI）， is proposed in this study.  This approach focuses on the number of slices rather than the traditional slice size.  
The approach can adaptively adjust the number of slices according to the image resolution to reduce the performance loss 
caused by redundant calculation.  Specifically， in the inference stage， the work first divides the input image into 6 or 12 
overlapping patches using the ASAHI algorithm.  Then， it interpolates each image patch to maintain the aspect ratio.  Next， 
considering the obvious defects of the slicing strategy in detecting large objects， this method separately performs forward 
computation on the sliced image patches and the complete input image.  Finally， the post-processing stage integrates a 
faster and efficient Cluster-NMS method and DIoU penalty term to improve accuracy and detection speed in high-density 
scenes.  This method， which is called Cluster-DIoU-NMS（CDN）， merges the ASAHI inference and full-image inference 
results and resizes them back to the original image size.  Correspondingly， the dataset constructed in the training stage also 
includes slice image blocks to support the ASAHI inference.  The dataset of slicing images and the pre-training dataset of 
the entire images together constitute the fine-tuning dataset for the training of this work.  Notably， the slicing method used 
in the fine-tuning dataset can be either the ASAHI algorithm or the conventional sliding window method.  In the ASAHI slic⁃
ing process， this method sets a distinction threshold to control the number of slices .  If the length or width of the image 
exceeds this threshold， then the image will be cut into total 12 slices； otherwise， it will be cut into total 6 slices.  Thereaf⁃
ter， the width and height of the slice block are calculated according to the value of ， and the coordinate position of the slice 
is determined.  After the abovementioned calculation， the ASAHI algorithm realizes the adaptive adjustment of slice size 
within a limited range by controlling the number of slices. Result　Broad experiments demonstrate that ASAHI exhibits com⁃
petitive performance on the VisDrone and xView datasets.  The results show that the proposed method achieves the highest 
mAP50 scores （45. 6% and 22. 7%） and fast inference speeds （4. 88 images per second and 3. 58 images per second） on 
both datasets.  In addition， the mAP and mAP75 increase by 1. 7% and 1. 1%， respectively， on the VisDrone2019-DET-

test dataset.  Meanwhile， the mAP and mAP75 improve by 1. 43% and 0. 9%， respectively， on the xView test set.  On the 
VisDrone2019-dt-val dataset， the mAP50 of the experiment exceeds 56. 8%.  Compared with state of the art， the proposed 
method achieves the highest mAP （36. 0%）， mAP75 （28. 2%）， and mAP50 （56. 8%） values， with a highest processing 
speed of 5. 26 images per second， which suggests a better balance performance. Conclusion　The proposed algorithm can 
effectively handle complex factors， such as high density， different shooting angles， and high variability， in high-resolution 
scenes.  It can also achieve high-quality detection of small objects.
Key words： object detection； small object detection； sliced inference； VisDrone； xView

0　引 言

随着大数据和硬件技术的发展，基于深度学习

的目标检测算法取得令人瞩目的成果，如适用于自

然场景的 RetinaNet（Lin 等，2017b）、YOLO（you only 
look once）系 列（Redmon 等 ，2016；Redmon 和 Far⁃

hadi，2017；Bochkovskiy 等 ，2020；Jocher 等 ，2021；

Wang 等，2023）和 Fast R-CNN（fast region-based con⁃
volutional neural network）（Wang 等，2017）等典型的

目标检测器。然而，对于 4K 相机、无人机以及卫星

等设备拍摄的高分辨率图像而言，这些检测算法的

识别结果并不令人满意。以经典的两阶段目标检测

算法 Faster R-CNN（Ren 等，2017）为例，它在多尺度
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物体上的平均精确率均值（mean average precision，

mAP）可 以 达 到 38. 0%，但 在 VisDrone2019（vision 
meets drones 2019）（Du 等，2019）的验证集中检测小

物体和极小物体时，mAP 仅为 20. 0% 和 6. 2%。这

主要由 3 个因素造成：1）高分辨率图像中物体数量多

（稠密度高）、物体尺寸多样和物体面积占比小等特点

给检测带来了巨大的挑战；2）检测小物体更困难，因

为联合交并比（intersection over union，IoU）指标很难

有效应对遮挡、物体之间距离过近和空中拍摄视角

不同等情况；3）在较深网络层中，低分辨率特征可能

无法同时匹配不同尺寸的小物体。

为此，小物体目标检测算法兴起并已成为目标

检测的热点和难点研究内容，彰显着更为重要的应

用价值。在医学成像中，小物体目标检测可用于对

早期的微小病灶和肿块进行识别，有助于肿瘤等病

症的早期发现和治疗（Mahajan 等，2020）；在军事遥

感勘探中，小物体目标检测可在高分辨率图像中定

位地形、舰船等物体（Zhang 等，2024）；在工业生产

中，小目标检测可以通过定位材料表面的小缺陷进

行残次品（Wang 等，2018）检测；此外，小物体目标检

测还广泛应用于人员识别、流量监控、交通管制、轨

道损坏检测和农害检测等诸多领域，体现了其在计

算机视觉任务中不可或缺的地位和挑战性。

小物体目标检测代表性的工作包括 TPH（Trans⁃
former prediction heads）-YOLOv5（Zhu 等 ，2021）、

TOOD（task-aligned one-stage object detection）（Feng
等 ，2021）、PP-YOLOE（an evolved version of YOLO）

（Xu 等 ，2022）、SOD-MTGAN（small object detection 
via multi-task generative adversarial network）（Bai 等，

2018）等。在这些工作中，一些研究人员通过多次采

用上采样操作来获取高分辨率的图像特征，例如

TPH-YOLOv5（Zhu 等 ，2021）和 QueryDet（query 
detection）（Yang 等，2022）。另外，通过在后处理阶

段添加惩罚项，检测算法可以有效地处理高密集度

等 问 题 。 这 些 典 型 的 后 处 理 方 法 包 括 Soft-NMS
（non-maximum suppression）（Bodla 等 ，2017）、WBF
（weighted boxes fusion）（Solovyev 等 ，2021）、DIoU-

NMS（distance-intersection over union nonmaximum 
suppression）（Zheng 等 ，2020）和 Cluster-NMS（Zheng
等，2022）等。此外，研究人员提出切片方法（slicing 
aided hyper inference，SAHI）（Akyon 等，2022）和基于

移位窗口的自注意力机制（swin Transformer）（Liu 等，

2021）。这类方法将图像切片成更小的图像块，以放

大小物体的局部特征。但是，已有切片方法（Akyon
等，2022）存在冗余计算问题，增加了计算成本，降低

了检测速度。因此，本文方法专注于缓解切片方法

中的冗余问题，以获得更优的精度和检测速度。

立足于此，本文提出一种新的切片方法，自适应

切片辅助超推理（adaptive slicing assisted hyper infer⁃
ence，ASAHI）。它不再使用指定的切片大小，而是

通过固定切片数量，自适应地调整切片大小，从而很

大程度上减少了冗余计算。同时，在后处理阶段，本

文使用 Cluster-DIoU-NMS（CDN）算法取代了传统的

非最大抑制算法（NMS）（Bodla 等，2017），从而可以

在保证检测结果的同时减少时间消耗。本文方法的

提出主要由两个调研结果所启发。1） SAHI（Akyon
等，2022）的切片方法固定了切片的尺寸大小，在各

分辨率的图像上都产生了不同程度的冗余计算；尤

其在图像的边缘部分，当重复计算超过了重叠率时，

冗余计算问题更为突出。相比之下，自适应调整切片

尺寸是一个更好的选择。2） 小物体目标检测常常伴随

物体之间距离近、物体重叠和遮挡等挑战性问题。而

主流的后处理方法NMS（Bodla等，2017）由于仅被单一

指标因素IoU所影响，所以在检测高稠密度物体时表现

并不理想；这种限制在小物体检测中更为明显。因此，

将 DIoU-NMS（Zheng 等，2020）与 Cluster-NMS（Zheng
等，2022）结合起来不失为一个好的解决方案。

本项工作在具有挑战性的数据集 VisDrone2019
（Du 等，2019）上验证 ASAHI，该数据集包含大量不

同分辨率的小物体。此外，还在遥感数据集 xView
（Lam 等，2018）上对算法进行了测试，该数据集带有

边界框的注释，包含大量的空中图像和世界各地的

拍摄场景。实验表明，本文方法将推理和后处理阶

段的速度提高了 20%～25%，同时与基线 SAHI 方法

（Akyon 等，2022）相比，将检测性能提高了 1. 7%。

图1显示了ASAHI获得的改进结果，图1（a）—（d）分别

为 YOLOv5（Jocher 等，2021）、TPH-YOLOv5（Zhu 等，

2021）、TPH-YOLOv5 + SAHI 和 TPHYOLOv5 + 
ASAHI （本文方法）的推理结果。从粉色框中可见，

使用切片方案的算法（图 1（c）、图 1（d））检测到更多

的边界框。此外，虽然现有的切片方法 SAHI（Akyon
等，2022）（图 1（c））在检测小物体方面表现良好，但

ASAHI （图 1（d））在检测小物体以及微小物体上的

表现更具优势，如绿色边界框中所示，ASAHI 检测到
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了更多的微小物体。

综上，本文主要贡献如下：1）提出一种新的切片

方法 ASAHI，在 SAHI（Akyon 等，2022）的基础上缓解

了冗余计算问题，提高了对不同分辨率图像以及多

尺 度 目 标 的 检 测 性 能 。 2）通 过 将 ASAHI 与 TPH-

YOLOv5（Zhu 等，2021）框架的结合，本文方法增强

了 对 深 层 低 分 辨 率 图 像 特 征 的 敏 感 度 。 3）针 对

ASAHI，设计了一种与自适应切片对应的微调方案，

称为切片辅助微调 SAF（slicing-assisted fine-tuning），

用于数据增强；并在后处理阶段集成了更快和更高

效 的 Cluster-NMS（Zheng 等 ，2022）方 法 和 DIoU
（Zheng 等，2020）惩罚，项以提高高密度场景下推理

的准确性和检测速度。

1　相关工作

1. 1　目标检测

基 于 卷 积 神 经 网 络（convolutional neural net⁃
work，CNN）的目标检测器可以分为两大类：单阶段

和双阶段检测器。单阶段检测器，如 YOLOv4（Boch⁃
kovskiy 等 ，2020）、YOLOv5（Jocher 等 ，2021）、SSD

（single shot multibox detection）（Liu 等，2016）、Reti⁃
naNet（Lin 等 ，2017b）和 EfficientNet（Tan 等 ，2020）
等，直接预测目标的位置，可以看做是求解一个回归

问题；双阶段检测器，如 Mask R-CNN（He 等，2017）、

R-CNN（Girshick 等 ，2014）、Faster R-CNN（Ren 等 ，

2017）、SPPNet（spatial pyramid pooling network）（He

等，2015）、DetectoRS（detecting objects with recursive 
feature pyramid and switchable atrous convolution）

（Qiao 等 ，2021）、特 征 金 字 塔 网 络（feature pyramid 
network，FPN）（Lin 等，2017a）等，倾向于使用感兴趣

区域对齐操作（region of interest align， RoIAlign）（He
等，2017）来显式对齐对象的特征，在感兴趣区域中

生成候选对象，并有选择地搜索图像中与目标对象

高概率吻合的部分。通常情况下，单阶段检测器的

计算成本更低，而双阶段检测器的精确度更高。然

而，这两种方法之间的性能差距已经逐渐缩小。例

如，YOLOv5（Jocher 等，2021），一个经典的单阶段检

测器，它使用带有 SPP 层的 CSP-Darknet53（cross-stage 
partial connections-darknet 53）（Bochkovskiy 等，2020）
结 构 为 骨 干 ，PANet（path aggregation network）（Liu
等，2018）为颈部。在推理过程中，YOLOv5（Jocher
等，2021）首先获得大量的边界框，然后在后处理阶

段通过 CIoU（complete-IoU）进行聚合。这种方法已

经由于其便利性和良好的性能，吸引了大量研究人

员的关注，也成为后续许多工作的基础结构。

1. 2　小物体目标检测

现有的小物体目标检测框架大多是在目标检测

算法的基础上改进，以适应更为复杂的高分辨率场

景。这些框架通常基于卷积神经网络构建（潘晓英 
等，2023；石争浩 等，2023），通过增加网络深度、添

加提取能力更强的模块等方式应对更为复杂的小物

体目标检测场景，但同时也增加了模型的参数量。

另一些研究者对已有的基于自注意力机制的目标检

测算法进行改进，如融入 CBAM（convolutional block 
attention module）（Woo 等，2018）、TPH-YOLOv5（Zhu
等 ，2021）、SSA-CNN（semantic self-attention-CNN）

（Zhou 等 ，2019）架 构 等 。 其 中 ，TPH-YOLOv5（Zhu
等，2021）是一个基于 YOLOv5（Jocher 等，2021）的先

进的小物体检测框架，集成了一个额外的预测头用

于小物体检测，在颈部使用 CBAM（Woo 等，2018）框

架 ，并 且 使 用 Transformer 编 码 器（Dosovitskiy 等 ，

2021）代替原先的 CSP（Bochkovskiy 等，2020）。这些

改进提高了针对小物体的检测精度，并保留了原有

的推理速度。

还有一类方法通过使用切片策略以扩大小目标

的感受野，如SAHI（Akyon等，2022）、Swin-Transformer
（Liu 等 ，2021）、CSwin-Transformer（a general vision 
transformer backbone with cross-shaped windows）（Dong

图 1　不同方法的推理结果

Fig. 1　Inference results from different approaches 
（（a） YOLOv5； （b） TPH-YOLOv5； 

（c） TPH-YOLOv5 + SAHI； （d） ours）
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等，2022）等。其中，SAHI（Akyon 等，2022）在训练前

的预处理阶段进行切片；而后两者的切片方案则是

在网络前向传播过程中进行。然而，在复杂的前向

传播中进行切片导致了大量的内存消耗，对设备资

源要求较高。因此，本文聚焦轻量化的 SAHI（Akyon
等，2022）切片预处理方法，但该方法固定切片尺寸

的 操 作 带 来 了 冗 余 计 算 。 为 此 ，本 文 利 用 TPH-

YOLOv5（Zhu 等，2021）作为骨干网络，并融合能够

更灵活调整切片尺寸的 ASAHI 切片方案以达到更

好的性能。

1. 3　小物体目标检测中的后处理

后处理是小物体目标检测中的一个关键部分，

它可以抑制在推理过程中产生的大量重复检测，例

如目前最流行的 NMS（Bodla 等，2017）。另一类方

法 ，如 DETR（deformable transformers for end-to-end 
object detection）（Zhu 等，2020）已经摒弃了传统的后

处理过程，但这项技术的发展还不完善。相对地，本

文方法保持了后处理的使用。虽然 NMS（Bodla 等，

2017）的表现很有竞争力，但 IoU 是 NMS（Bodla 等，

2017）中唯一的影响因素，导致它仍有一些不足之

处。因此，一些研究通过增加额外的惩罚项来提高

性能或减少时间消耗。例如，GIoU（generalized IoU）

（Zheng 等 ，2020）、DIoU（Zheng 等 ，2020）和 CIoU
（Zheng 等，2020）分别增加了非重叠区域的影响权

重、边界框之间的中心点距离和边界框的长宽比作

为 惩 罚 项 以 提 高 检 测 性 能 。 另 一 些 方 法 与 NMS
（Bodla 等，2017）相结合，在后处理阶段获得了更好

的 性 能 。 这 些 工 作 包 括 ：Focus-and-Detect（Koyun
等，2022），一种最先进的两阶段算法之一；Soft-NMS

（Bodla 等 ，2017），一种基于高斯算法的针对 NMS
（Bodla 等，2017）的平滑改进方案；以及 CascadeR-

CNN + NWD（normalized Gaussian Wasserstein dis⁃
tance）（Wang 等，2021），一种基于归一化 Wasserstein
距离的经典改进算法。受到以上优秀工作的启发，

本文采用 DIoU-NMS（Zheng 等，2020）和 Cluster-NMS
（Zheng 等，2022）的组合算法实现后处理过程，达到

了更好的性能和更快的推理。

2　本文方法

2. 1　方法概述

切片方法 SAHI（Akyon 等，2022）的核心思想是：

将输入图像划分为重叠的切片块，喂入网络进行训

练和推理，这相对于一幅完整的输入图像，可以令小

物体的像素区域相对较大，从而提高小物体目标检

测的性能。但固定的切片大小不可避免地导致不同

分辨率图像中的冗余计算。当使用固定的切片大小

时，为了确保切片的完整性，边界区域上的切片会包

含上一幅切片图像的部分信息。这是导致冗余计算

产生的根本原因，也会给后处理中的预测合并带来

问题。

因此，本文提出 ASAHI 切片方法，根据不同的

图像分辨率，通过固定切片的数量来保证切片的大

小可以自适应于重叠区域的比例，不仅可以改进固

定切片大小下切片边界处重叠率过高导致的冗余计

算问题，还可以使每个切片补丁仍然保有一定的重

叠比率，从而减少边界区域的信息损失。相应地，其

整体推理过程需对输入的原始图像同时使用两种策

略 ，即 完 全 推 理（full inference， FI）和 切 片 推 理

（ASAHI），其整个检测过程如图 2 所示。在 FI 中，一

幅完整的图像被送入推理阶段，如图 2 中绿色箭头

所示流程；而在 ASAHI 中，不同大小的图像切片块

被送入推理阶段，如图 2 中青色箭头所示流程。在

推 理 过 程 中 ，完 整 图 像 和 切 片 图 像 经 由 TPH- 
YOLOv5（Zhu 等，2021）处理以获得相应的边界框。

之后，根据图像长宽比重新调整边界框的大小，并

在后处理阶段使用 Cluster-DIoU-NMS 对冗余框进

行合并，以去除重复识别的预选框。需注意的是，

这两种策略的联合使用迫使训练阶段应做出相应

的微调，其微调数据集也应包含原始图像数据和切

片图像块数据；它们送入模型中进行训练的过程如

图 2 中黄色箭头的流程所示。上述算法总流程步

骤如下：

算法 1 训练阶段。

输入：VisDrone 2019 训练集或 xView 训练集。

输出：检测模型 M。

1）构建微调数据集。

（1）全图数据；

（2）滑窗切图法构建切片图像块数据。

2）使用预训练的 TPH-YOLOv5 模型作为基础，

训练检测模型。

3）输出检测模型 M。

算法 2 推理阶段。

输 入 ：图 像 Ik（k ∈ N，N 为 整 数 集），来 自 Vis⁃
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Drone-2019-val 或 xView 验证集、检测模型 M。

输出：检测结果。

1）使 用 ASAHI 算 法 对 Ik 进 行 切 片 处 理（详 见

2. 3 节）。

2）切片块图像送入 M，得到检测边界框。

3）全图 Ik送入 M，得到检测边界框。

4）聚合步骤 2）和步骤 3）的边界框。

5）使用 Cluster-DIoU-NMS 后处理算法去除重叠

的冗余框。

6）输出最后检测结果。

2. 2　TPH-YOLOv5概述

TPH-YOLOv5（Zhu 等，2021）提供了两个预训练

模型，分别是 yolov5l-xs-1 和 yolov5l-xs-2，它们以不同

的图像尺寸进行训练。TPH-YOLOv5（Zhu 等，2021）
采用 CSPDarknet53（Bochkovskiy 等，2020）架构，以

3 个 Transformer（Dosovitskiy 等，2021）编码器块为骨

干，用带 CBAM（Woo 等，2018）模块的 PANet（Liu 等，

2018）为颈部，并有 4 个 Transformer（Dosovitskiy 等，

2021）预测头。考虑到其在 VisDrone2021 竞赛（Cao
等，2021）中排名第 5 的优异性能，本文工作选择它

作 为 骨 干 架 构 。 基 于 TPH-YOLOv5 作 者（Zhu 等 ，

2021）提供的代码，本工作在网络结构的颈部进行了

适当修改，如图 3 所示，减少了 1 个 CBAM 模块（Woo
等，2018）。

2. 3　自适应切片辅助超推理（ASAHI）
由于切片图像块会被用于辅助推理，因此在

推理过程中，图像会被推理两次，即 FI 和 ASAHI。

这两个过程可以同时进行或顺序进行。如图 4 所

示，在 ASAHI 辅助的推理通道中，算法首先根据图

像分辨率将原始图像分割为 6 或 12 个重叠的块，

其效果也在后续算法推演和实验中得到验证；其

次，在保持长宽比不变的条件下，通过双线性插值

对切片块进行适量放大操作以统一切片块尺寸。

另外，考虑到小块的切片在检测大物体时存在明

显的缺陷，本文方法仍然保留 FI 推理通道以有效

检测较大的物体。最后，通过 Cluster-DIoU-NMS 将

ASAHI 和 FI 的推理结果进行合并，再转回原始图

像大小。

在 ASAHI 的切片过程中，本文方法设置一个区

分阈值 T 以控制切片数量 p。如果图像的长度或宽

度超过这个阈值，那么图像将被切割成 4 × 3 共 12 个

切片，反之则被切割成 3 × 2 共 6 个切片。具体为

T = r × (4 - 3 × μ ) + 1 （1）
式中， μ 定义为重叠率，r 定义为限制尺寸，以保证切

片块的大小在 r 的限定范围内浮动，在本文实现中，

r 设置为 512。

设置阈值 T 值后，通过计算两种极端情况并取

最大值来确保图像被精确划分为 6 和 12 个切片。即

图 2　基于 ASAHI 切片的检测过程

Fig. 2　The detection procedure with ASAHI
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当超过阈值 T 时，计算宽度 4 分以及高度 3 分的极限

情况，反之计算宽度 3 分以及高度 2 分的极限情况。

具体为

p =

ì

í

î

ï

ï

ï
ïï
ï

ï

ï

ï

ï

ï
ïï
ï

ï

ï

max ( )W
3 - 2 × μ

+ 1, H
2 - μ

+ 1
                                     max ( )W, H ≤ T

max ( )W
4 - 3 × μ

+ 1, H
3 - 2 × μ

+ 1
                                     max ( )W, H > T

（2）

式中，W 和 H 分别是输入图像的长度和宽度。

之后，根据 p 的取值计算切片块的宽度和高度，

并确定切片的坐标位置。经过上述计算，本文算法

实现了通过控制切片数量 p 使得切片大小在限定范

围内的自适应调整。具体算法步骤如下：

算法 3 ASAHI 算法切片过程。

输 入 ：图 像 Ik（k ∈ N，N 为 整 数 集），来 自 Vis⁃
Drone-2019-val 或 xView 验证集。

输出：切片图像块数据。

1）根据式（2）计算切片数量 p。

2）根据 p 计算切片块的长边长度 llong 和短边长

图 3　对 TPH-YOLOv5（Zhu 等，2021）架构的少量调整

Fig. 3　The architecture of TPH-YOLOv5 （Zhu et al. ， 2021） with slight changes made for this study

图 4　FI 和 ASAHI 辅助的推理过程

Fig. 4　FI and ASAHI assisted inference processes
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度 lshort。

if p = 6
l long = W

3 - 2 × μ
+ 1, lshort = H

2 - μ
+ 1

if p = 12
l long = W

4 - 3 × μ
+ 1, lshort = H

3 - 2 × μ
+ 1

3）根据切片块的长边和短边计算切片块坐标

位置。

令 slicecoor = [ ( x1，y1 )，( x2，y2 ) ]表示切片块的左

上角和右下角坐标，sliceh 为切片块高度，slicew 为切

片块宽度，则

if H > W
sliceh = l long, slicew = lshort

else
sliceh = lshort, slicew = l long

do
slicecoor·append ( éëêêêêêê ù

û

ú
úú
ú
ú
ú( )x1 + slicew, y1 + sliceh ,

( )x2 + slicew, y2 + sliceh )
/附 加 切 片 宽 度 和 高 度 以 生 成 新 的 切 片 图 像

坐标

while
max ( x1, x2 ) + slicew ≥ H 或

max ( y1, y2 ) + sliceh ≥ W

4）输出切片块图像。

这项改进减少了在推理过程中的冗余计算，如

图 5 所示。

设 a 为水平轴上的切片数，b 为垂直轴上的切片

数。表达式为

a = ( )W - p × μ
p × ( )1 - μ

（3）

b = ( )H - p × μ
p × ( )1 - μ

（4）
然后，根据式（2）中 W、H、μ、p 的 4 个已知值，计

算出图 5 中的冗余面积 Sr，具体为

Rx = p × a - p × μ × (a - 1) - W （5）
Ry = p × b - p × μ × (b - 1) - H （6）
Sr = Rx × H + Ry × W - Rx × Ry （7）

式中，Rx 和 Ry 分别为冗余计算区域在长度和宽度上

的冗余量。

在计算 ASAHI 方法的冗余量后，可以进一步求

得与 SAHI（Akyon 等，2022）方法相比冗余计算面积

的减少量，具体为

Sa = W × H （8）
SASAHI

r =
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W × ( )p × ( )2 - μ - H

         ( )W
3 - 2 × μ

≥ H
2 - μ

和max ( )W, H ≤ T

H × ( )p × ( )3 - 2 × μ - W

         ( )W
3 - 2 × μ

< H
2 - μ

和max ( )W, H ≤ T

H × ( )p × ( )3 - 2 × μ - W

         ( )W
4 - 3 × μ

≥ H
3 - 2 × μ

和max ( )W, H > T

H × ( )p × ( )3 - 2 × μ - W

         ( )W
4 - 3 × μ

< H
3 - 2 × μ

和max ( )W, H > T

（9）
S rateredu = 1 - SASAHI

r + Sa

Sr + Sa
（10）

式 中 ，Sa 表 示 被 求 图 像 总 像 素 面 积 ，SASAHI
r 表 示

ASAHI 切片方法下的冗余面积，S rateredu 表示 ASAHI 相

比 SAHI（Akyon 等，2022）减少的冗余面积。

以上推演说明本文方法确实减少了 SAHI（Akyon
等，2022）产生的冗余计算，这使得ASAHI能够达到更

快的推理速度。表 1 给出了与 SAHI（Akyon 等，2022）
相比，各种分辨率的图像减少的冗余计算的比例。图

像均来自VisDrone2019和xView数据集。

图 5　减少 SAHI（Akyon 等，2022）中冗余计算示意图

Fig. 5　Diagram of reducing redundant computation in SAHI 
（Akyon et al. ， 2022）
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2. 4　自适应切片辅助微调

广泛使用的 TPH-YOLOv5（Zhu 等，2021）目标检

测框架在 VisDrone 等数据集上训练后得到预训练的

权值。这使得下游任务模型可以用更小的数据集和

更短的训练时间进行微调，而无需用大数据集从头

开始训练。由于 ASAHI 在推理阶段输入了切片图

像块，对应地，本文在训练阶段构建的数据集也包括

切片图像块。该切图数据集和全图的预训练数据集

共同构成本工作训练时的微调数据集，因而本文的

微调过程称为切片辅助微调 SAF。

其完整过程如图 6 所示，预训练数据集中的图

像 {I1，I2，⋯，I j，j }∈ N ，被 切 成 重 叠 的 切 片 块

{ }P 11，P 21，⋯，P k1，⋯，P k
j ，j ∈ N，k ∈ N 以 形 成 切 图 数

据集。需提及的是这里使用的切图方法与 3. 2 节中

所述方法无需一致，可以使用常规的滑窗切图方法。

之后，与原始预训练数据集一起，SAF 可以建立完整

的微调数据集。考虑到切片后的大量数据给训练过

程带来的计算量，本文不再使用其他的数据增强技

术，如旋转、几何失真或光度失真等。在训练时，为

了保证尺度的统一性，原图和切片块会被缩放到同

一尺寸，这虽然造成了原图的信息损失，但本文方法

特征抽取的关键在于对切图块的学习，而原图只用

于对全局信息的补充，如学习切图块的位置信息等，

因而并不影响检测精度。

2. 5　Cluster-DIoU-NMS（CDN）
后处理是小物体目标检测中至关重要的一部

分。鉴于 Cluster-NMS（Zheng 等，2022）和 DIoU-NMS
（Zheng 等，2020）的优异性能，本文在后处理阶段采

用了 Cluster-NMS（Zheng 等，2020）的结构以提高检

测速度，并用 DIoU 代替 IoU 度量来提高重叠场景下

的性能。

1）DIoU-NMS（Zheng 等 ，2020）。 在 传 统 NMS
（Bodla 等，2017）算法中，IoU 是唯一考虑的因素。然

而，在实际应用中，当两个物体之间的距离很小时，

仅凭 IoU 很难区分物体。因此，在后处理时要同时

考虑两个边界框的重叠面积和中心点的距离，而不

像传统的 IoU，只考虑重叠区域，忽略了质心距离。

为了解决这个问题，DIoU-NMS（Zheng 等，2020）将两

个方框中心点之间的距离作为惩罚项。如果两个方

框之间的 IoU 比较大，中心之间的距离比较小，则认

为方框是单独的物体，不会被过滤掉。在 DIoU 中，

c2 表示覆盖在两个边界框上的最小包裹框的对角线

距离，而 ρ2( x，xgt )表示两个框的质心之间的欧几里

得距离。其损失函数 LDIoU 定义为

LDIoU = IoU - ρ2( )x,xgt

c2 （11）
2）Cluster-DIoU-NMS。 鉴 于 DIoU（Zheng 等 ，

2020）的优势，本文算法在 Cluster-NMS（Zheng 等，

2022）的后处理中采用 DIoU（Zheng 等，2020）作为度

量标准。该算法将检测结果进行排序，取分数最高

值并计算其余各区域的 DIoU（Zheng 等，2020）值。

设定 DIoU（Zheng 等，2020）的阈值为 0. 5，如果 DIoU
（Zheng 等 ，2020）大 于 0. 5，则 设 定 Cluster-NMS
（Zheng 等，2022）的值为 0，反之设为 1。这里，0 表示

该检测框为冗余框，应该抑制；1 表示该检测框进入

下一轮计算。之后，Cluster-NMS（Zheng 等，2022）通

过左乘去除 0 项以进入下一轮计算，以此类推。当

所有的值都为 0 时停止运算，整个过程如图 7 所示。

需要说明的是，Cluster-NMS（Zheng 等，2022）的左乘

表1　不同分辨率下与ASAHI相比SAHI（Akyon等，2022）
相比，减少冗余计算的比例

Table 1　Proportion of reducing the redundant calculation 
that ASHI made at different resolutions compared with 

SAHI（Akyon et al. ，2022）

图像分辨率/像素

960 × 540
1 360 × 765
1 400 × 1 050
1 920 × 1 080
2 000 × 1 500
2 913 × 2 428

减少冗余计算的比例/%

38.72
2.56

25.61
25.92
24.13

6.99

图 6　SAF 建立微调数据集的流程图

Fig. 6　Flowchart of SAF which sets up the fine-tuning dataset
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操作可以减少传统 NMS（Bodla 等，2017）的冗余计

算，因为在 NMS（Bodla 等，2017）中，0 项会被送入下

一轮进行重复计算。

总的来说，Cluster-DIoU-NMS 后处理算法结合

了 Cluster-NMS（Zheng 等，2022）和 DIoU-NMS（Zheng
等，2020）。其中，Cluster-NMS（Zheng 等，2022）解决

了过度抑制问题，而使用 DIoU（Zheng 等，2020）代替

IoU 度量可以提高重叠场景下检测的准确性。

3　实 验

3. 1　数据集和设置

本工作使用了两个数据集，VisDrone2019（Du
等，2019）和 xView（Lam 等，2018）来评估本文的模

型，使用 mAP（所有类别在不同 IoU 阈值下的平均

值，IoU ∈ }{0. 5，0. 55，⋯，0. 95 、mAP75（所有类别在

IoU = 0. 75 下的平均值）、mAP50（所有类别在 IoU =
0. 5 下的平均值）、mAP50_s（面积 < 322 像素，即小物

体）、mAP50_m（322 像素 ≤ 面积 ≤ 962 像素，即中物

体）和 mAP50_l（面积 > 962 像素，即大物体）的指标

来报告结果。另外，VisDrone2019-DET-val 数据集

（Du 等，2019）用于验证。

VisDrone2019-DET 是一个由 8 599 幅不同位置

和高度的无人机航拍图像组成的目标检测数据集。

它包括训练集的 6 471 幅图像、测试集的 1 580 幅图

像和验证集的 548 幅图像，图像分辨率介于 1 024 × 
960 像素至 1 920 × 1 024 像素之间。这个数据集中

的大多数图像具有以下特点：1）占据小区域的物体

密集分布；2）某些物体被遮挡；3）存在反射、光度偏

移和视点偏移等类似现象。它对超过 54 万物体的

边界框进行了标注，包含了 10 个预定义类别：行人、

人、自行车、汽车、货车、卡车、三轮车、遮阳篷—三轮

车、公共汽车和电机。

xView 是一个用于遥感图像目标检测的大型数

据集。它包含了大量在世界各地拍摄的遥感图像，

这些图像都具有很高的分辨率，介于 2 000 × 2 000 
像素至3 000 × 2 500像素之间。xView包括来自60个

不同类别的 100 多万个对象实例。在实验过程中，

本工作随机选择了 80%、10% 和 10% 的图像，分别组

成训练集、测试集和验证集。

3. 2　实现细节

本 文 训 练 和 测 试 使 用 单 个 NVIDIA RTX3080 
GPU，其他测试在单个 NVIDIA RTX2080 Ti GPU 上

进 行 。 在 训 练 阶 段 ，本 实 验 使 用 预 训 练 的 TPH-

YOLOv5 模型（Zhu 等，2021）进行数据集微调，用于

ASAHI 算法的训练和评估。在使用 SAF 切图方案

后，微调数据集的训练集包含 50 708 幅切片图像和

6 471 幅原始图像。接下来，实验将全部图像的尺寸

设置为 512 像素，批量大小设置为 32。模型共训练

了 120 个 epoch。在训练过程中使用了 Adam 优化

器，3 × 10-3 作为初始学习率，最后一个 epoch 衰减到

初始学习率的 0. 12。在推理过程中，重叠率设置为

0. 15，Cluster-CIoU-NMS 匹配阈值设置为 0. 5，T 由

式（1）计算，为 1 818。

图 7　Cluster-DIoU-NMS（CDN）算法流程

Fig. 7　Cluster-DIoU-NMS （CDN） algorithm flow
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3. 3　消融实验

在 VisDrone2019-DET-test 数据集和 xView 数据

集上的验证结果说明了本文提出的切片方法的普适

性，详情见表 2 和表 3。考虑到常规航拍以及遥感图

像的长宽比，本实验测试了当切片数量固定为 4、6、

12、15 等 4 个选定值时的模型表现：切片数为 12 时，

在两个数据集上都获得了最高的 mAP50 结果；但就

时间耗费而言，小的切片数量更具有优势，如固定的

4 切片在两个数据集上都达到了最快的推理速度。

另一方面，通过与 SAHI（Akyon 等，2022）算法的数据

对比可见，固定切片尺寸（512 像素）比固定切片数

量（4、6、12、15 选其一）带来了更好的性能，但固定

的切片尺寸在处理不同分辨率的图像时造成的冗余

计算拖慢了 SAHI（Akyon 等，2022）的推理时间。而

本文提出的 ASAHI 自适应切片方法在两个数据集

上均获得了最高的 mAP50 分数（45. 6% 和 22. 7%）

和快速的推理速度（4. 88 幅/s 和 3. 58 幅/s）。对于大

多数不同的图像分辨率，ASAHI 控制的切片数量多

为 6 个 或 12 个 ，这 同 时 适 用 于 检 测 小 物 体

（mAP50_s 最高分 33. 8% 和 17. 3%）、中等大小物体

（mAP50_m 最 高 分 59. 7% 和 25. 6%）。 对 于 大 物

体，调整切片数量为 4 能获得最高的性能（mAP50_l
最 高 分 68. 8% 和 20. 0%）和 速 度（5. 19 幅 /s 和

3. 8 幅/s）。另外，在 mAP 和 mAP75 指标上，本文方

法也取得最高结果：在 VisDrone2019-DET-test 数据

集 上 ，mAP 和 mAP75 分 别 提 升 1. 7% 和 1. 1%；在

xView 测试集上，mAP 和 mAP75 分别提升 1. 43% 和

0. 9%。

表 4 和表 5 给出了本文模型结构不同部分在

VisDrone2019-DET-val 和 xView 验证集上对 mAP 性

能 的 影 响 。 其 中 ，TPH 表 示 backbone 结 构 THP- 

YOLOv5（Zhu 等，2021），FI 表示全图推理，ASAHI 表

示本文的自适应切片辅助推理，PO 表示切图块具有

重叠部分，SAF 表示对模型的微调训练，CDN 为后处

表2　在VisDrone2019-DET-test数据集上的测试结果

Table 2　Test results on VisDrone2019-DET-test dataset
/%

方法

ASAHI （4 切片）

ASAHI （6 切片）

ASAHI （12 切片）

ASAHI （15 切片）

SAHI （512 像素）

ASAHI （自适应）

推理速度/（幅/s）
5.19

4.98
2.98
2.39
3.69

4.88（↑1.19）

mAP
23.9
28.5
29.3
27.2
28.7

30.4（↑1.7）

mAP75
17.1
22.0
22.8
21.3
24.1

25.2（↑1.1）

mAP50
38.7
41.6
41.9
40.9
42.2

45.6（↑3.4）

mAP50_s
24.9
28.8
30.5
29.9
29.8

33.8（↑4.0）

mAP50_m
56.5
58.5
56.4
55.1
58.5

59.7（↑1.2）

mAP50_1
68.8

65.3
64.3
62.9
65.6
60.7

注：加粗字体表示各列最优结果，↑表示与 SAHI（512 像素）相比的提升。

表3　在xView测试集上的测试结果

Table 3　Test results on xView dataset
/%

方法

ASAHI （4 切片）

ASAHI （6 切片）

ASAHI （12 切片）

ASAHI （15 切片）

SAHI （512 像素）

ASAHI （自适应）

推理速度/（幅/s）
3.80

2.78
1.13
1.09
2.56

3.58（↑1.02）

mAP
13.2

17.3
16.2
15.3
16.07

17.5（↑1.43）

mAP75
7.5

12.0
12.4
10.8
11.5

12.4（↑0.9）

mAP50
18.4
21.3
21.9
20.6
20.4

22.7（↑2.3）

mAP50_s
11.7
15.3
16.5
14.8
14.9

17.3（↑2.4）

mAP50_m
22.6
23.1
23.5
20.7
23.5

25.6（↑2.1）

mAP50_1
20.0

18.2
17.9
16.8
17.6
15.2

注：加粗字体表示各列最优结果，↑表示与 SAHI（512 像素）相比的提升。
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理过程。实验结果表明，所提出的方法对中小目标 物体的检测性能均有改善。

3. 4　对比实验

3. 4. 1　定量分析

实验与当前先进的小物体目标检测算法（Yang
等 ，2019；Yang 等 ，2022；Koyun 等 ，2022；Deng 等 ，

2021；Suo 等，2023；Li 等，2020；Wang 等，2020）以及

几种经典的目标检测算法（Wang 等，2017；Wang 等，

2021）在 VisDrone2019-DET-val 进行对比，结果如表

6 所 示 。 除 了 Focus-and-Detect 算 法（Koyun 等 ，

2022），本文方法达到最高的 mAP（36. 0%）、mAP75
（28. 2%）和 mAP50（56. 8%）值，速度远超 Focus-and-

Detect 算法（Koyun 等，2022），达到 5. 26 幅/s 的处理

速度。可见本文方法取得了更优的平衡性能。针对

基 线 算 法 SAHI（Akyon 等 ，2022），实 验 在 Vis⁃
Drone2019-DET-test 上测试了不同组件条件下对应

的处理速度，即每秒处理图像数量。如图 8 所示，相

同 的 颜 色 用 于 表 示 相 同 的 组 件 应 用 于 ASAHI 和

SAHI（Akyon 等 ，2022）的 速 度 比 较 。 在 Vis⁃
Drone2019-DET-test 上计算 5 次实验的平均图像处

理速度后，实验结果说明各项组件在与 ASAHI 结合

后达到了更快的速度。

此外，实验在 VisDrone2019-DET-val 验证集上对

不同后处理方法的结果进行对比，如表 7 所示。其

中，Cluster-DIoU-NMS （CDN）在中小目标的检测任务

中取得 mAP50 的最高值，分别为 48. 5% 和 69. 6%，并

保持了 5. 26 幅/s 的最快检测速度。最后，实验对比

了各组成成分在 VisDrone2019-DET-val 验证集上结

合 SAHI（Akyon 等，2022）和 ASAHI 的性能表现，如

表 8 所示。可见，ASAHI 在各个组件上的表现都优于

SAHI（Akyon 等，2022），特别是在检测小物体时，其

mAP50结果为 56. 8%， mAP50_s结果为 48. 5%。

3. 4. 2　定性分析

本文方法对深层低分辨率图像特征的敏感度更

高，从而对小物体目标具有更强的聚焦能力。图 9
给 出 了 SAHI（Akyon 等 ，2022）、TPH-YOLOv5（Zhu
等，2021）和本文方法在 VisDrone（Du 等，2019）数据

集上的热力图对比。如图 9 所示，SAHI（Akyon 等，

表5　在xView验证集上验证每个组件的重要性

Table 5　The importance of each proposed component validated on xView dataset
/%

组件

TPH+FI
TPH+ASAHI
TPH+ASAHI+FI
TPH+ASAHI+FI+PO
TPH+ASAHI+FI+PO+SAF+CDN

mAP
13.2
19.9
20.3
20.3
20.5

mAP75
7.4

12.3
12.6
12.8
14.4

mAP50
14.8
24.4
24.4
24.5
25.7

mAP50_s
9.4

18.6
18.8
18.8
19.3

mAP50_m
16.3
27.7
28.3
28.6
28.6

mAP50_1
12.3
15.2
18.5
19.6

17.2
注：加粗字体表示各列最优结果。

表4　在VisDrone2019-DET-val数据集上验证每个组件的重要性

Table 4　The importance of each proposed component validated on VisDrone2019-DET-val dataset
/%

组件

TPH+FI
TPH+ASAHI
TPH+ASAHI+FI
TPH+ASAHI+FI+PO
TPH+ASAHI+FI+PO+SAF+CDN

mAP
15.7
34.1
34.1
34.3
36.0

mAP75
10.6
24.9
25.3
25.9
28.2

mAP50
34.2
54.4
55.5
55.5
56.8

mAP50_s
21.4
46.6
46.7
46.8
48.5

mAP50_m
53.3
66.1
68.1
68.6
69.6

mAP50_1
74.4
58.9
76.5

77.6
72.9

注：加粗字体表示各列最优结果。
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表6　在VisDrone2019-DET-val数据集上与其他先进的目标检测方法进行比较

Table 6　Comparison of our method with other state-of-the-art object detection methods on VisDrone2019-DET-val

方法

Fast R-CNN（Wang 等，2017）
Cascade R-CNN+NWD（Wang 等，2021）
DMNet（Li 等，2020）
HIT-UAV（Suo 等，2023）
CRENet（Wang 等，2020）
GLSAN（Deng 等，2021）
QueryDet （Yang 等，2022）
ClusDet（Yang 等，2019）
Focus-and-Detect（Koyun 等，2022）
TPH + SAHI（Akyon 等，2022）
TPH+ASAHI（本文）

mAP/%
12.3
18.7
28.2
34.6
33.7
30.7
33.9
32.4
42.0

34.9
36.0

mAP75/%
9.6

12.9
17.3
21.7
20.9
18.4
19.5
18.9
30.1

27.5
28.2

mAP50/%
24.9
40.2
30.5
55.8
54.3
55.4
56.1
56.2
66.1

55.1
56.8

速度/（幅/s）
2.57
3.20
1.87
3.45
1.10
2.30
2.75
1.29
0.73
4.67
5.26

注：加粗字体表示各列最优结果。

图 8　不同组件条件下 ASAHI 与 SAHI（Akyon 等，2022）图像处理速度的比较

Fig. 8　Comparison of image processing speed between ASAHI and SAHI （Akyon et al. ， 2022） under different components
表7　在VisDrone2019-DET-val数据集上ASAHI使用不同后处理方法的性能比较

Table 7　The mAP and time consumption results obtained with different post-processing methods under 
ASAHI on VisDrone2019-DET-val

模块

NMS
SOFT-NMS
WBF
Cluster-GIoU-NMS
Cluster-CIoU-NMS
Cluster-DIoU-NMS（CDN）

mAP/%
33.9
32.3
33.4
34.5
35.9
36.0

mAP75/%
25.6
23.3
23.9
27.3
27.5
28.2

mAP50/%
55.8
52.6
55.1
56.3
56.8

56.8

mAP50_s/%
47.4
44.3
46.7
48.0
48.4
48.5

mAP50_m/%
68.3
65.8
67.5
68.5
68.6
69.6

mAP50_1/%
72.9
70.0
73.3

72.9
72.9
72.9

速度/（幅/s）
3.06
2.72
2.88
5.17
4.87
5.26

注：加粗字体表示各列最优结果。
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2022）的注意力关注范围较广，但对小目标的聚焦能

力不强（黄色框），检测结果中红色框内存在明显漏

检 情 况 ，置 信 度 也 不 高 。 TPH-YOLOv5（Zhu 等 ，

2021）对目标的聚焦能力更强，但在非目标区域，如

“马路”上也有部分较高的注意力权重区域（黄色

框），检测结果中红色区域的漏检问题少于 SAHI
（Akyon 等，2022）。而本文算法对目标的聚焦能力

更强，红色框内检测出更多物体，且置信度更高。

图 10 和 图 11 展 示 了 ASAHI 在 VisDrone 和

xView 上对小物体目标进行检测的部分结果。从

图 10 可以看出，ASAHI 在各种具有挑战性的场景中

表现良好，包括黑暗场景（如第 5 个示例）、有反射和

不同拍摄角度的场景（如第 4、9、10 和 11 个示例），以

及高密度场景（第 7 个示例）等。此外，如图 11 所示，

ASAHI 在图像分辨率极高的遥感场景中的表现同样

出色，包括干扰因素众多的场景（如第 1 个示例）、涵

盖多种检测类别的场景（如第 4 个示例）等。由于遥

感图像分辨率过高，本文随机选取了图 11 中红色框

内的内容，做了特写显示以方便观察。

总 体 而 言 ，ASAHI 在 VisDrone2019-DET 和

xView 数据集上都取得了良好的性能和快速的推理

速度。值得注意的是，在 xView 上的表现也同样出

色。这可能是因为 xView 数据集中的图像普遍具有

极高的分辨率，这给现有的特征提取算法带来了很

大的困难，而本文提出的自适应切片方法（ASAHI）
恰恰可以显著改善这种困境。

4　局限性讨论

本文方法仍有一些局限性。1） 提高对小目标

物体的检测精度可能导致对大目标物体的检测精度

的损失。从表 2—表 5 和表 8 可以看出，本文方法在

mAP50_l 的指标上并没有取得最高分数。潜在的原

因在于小的切片会破坏大物体的连续性。2）仍然存

在一些错误情况，如位置和类别混淆。图 12 是 Vis⁃
Drone2019-DET-val 数据集中所有类别的 ASAHI 测

试误差分析曲线，图 13 为 xView-val 数据集中车辆类

别的 ASAHI 测试误差分析柱形图。图 12 说明类别

混淆是导致错误的主要原因，占比为 11. 4，而图 13

表8　在VisDrone2019-DET-val验证集上每个组件对性能的影响

Table 8　The performance impact of each component tested on the VisDrone2019-DET-val validation set
/%

组件

TPH+FI
TPH+SAHI
TPH+SAHI+FI
TPH+SAHI+FI+PO
TPH+SAHI+FI+PO+SAF+CDN
TPH+ASAHI
TPH+ASAHI+FI
TPH+ASAHI+FI+PO
TPH+ASAHI+FI+PO+SAF+CDN

mAP
15.7
33.0
33.5
34.9
34.9
34.1
34.1
34.3
36.0

mAP75
10.6
23.5
24.1
25.7
27.5
24.9
25.3
25.9
28.2

mAP50
34.2
54.2
54.6
55.1
55.1
54.4
55.5
55.5
56.8

mAP50_s
21.4
45.7
45.7
46.1
48.1
46.6
46.7
46.8
48.5

mAP50_m
53.3
66.8
68.3
68.8
69.0
66.1
68.1
68.6
69.6

mAP50_1
74.4
69.0
75.2
74.6
72.7
58.9
76.5
77.6

72.9
注：加粗字体表示各列最优结果。

图 9　VisDrone（Du 等，2019）数据集上对不同模型的

热力图可视化结果示例

Fig. 9　Examples of thermal map visualization results for 
different models on the VisDrone （Du et al. ， 2019） dataset
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图 11　ASAHI 在 xView-val 数据集上的检测结果示例

Fig. 11　Examples of detection results by ASAHI on the xView-val dataset

图 10　ASAHI 在 VisDrone2019-DET-val 数据集上的检测结果示例

Fig. 10　Examples of detection results by ASAHI on the VisDrone2019-DET-val dataset
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呈现出位置误差是偏差的主要来源，占 14%。综合

观察可见，两个图中的 C75（IoU 阈值为 0. 75）、C50
（IoU 阈值为 0. 5）、Loc（忽略定位错误）、Sim（忽略超

类别假阳性）、Oth（忽略类别混淆）、BG（忽略所有假

阳性）和 FN（忽略所有假阴性）的结果清楚地表明，

在超类别假阳性、类别混淆、假阳性和假阴性方面的

误差较为明显，说明算法还需提高对小物体识别的

敏感性。

5　结 论

本 文 工 作 解 决 了 通 用 SAHI 切 片 方 法（Akyon

等，2022）中的冗余计算问题，提出一种新的自适应

切片框架：ASAHI。它可以根据图像的分辨率计算

出最优的切片数量，从而进行切图操作，而不是使用

固定的切片大小。这大大减轻了冗余计算带来的问

题。在后处理阶段，本文使用 Cluster-DIoU-NMS 代

替了传统的 NMS（Bodla 等，2017），提高了检测性能。

在本文实验中，以 TPH-YOLOv5（Zhu 等，2021）为骨

干，在 VisDrone2019 和 xView 数据集上进行了相关

训练和测试。实验结果表明，本文的模型实现了

mAP 的改进。与 SAHI（Akyon 等，2022） （基线）相

比，mAP50 提高了 1. 7%，而时间消耗减少了大约

25%，同时在小物体和中物体的检测性能上也达到

了最优。

本 文 方 法 同 样 适 用 于 其 他 基 于 YOLO 系 列

（Redmon 等，2016；Bochkovskiy 等，2020；Jocher 等，

2021；Wang 等，2023）的模型。在未来的工作中，该

方法有可能通过融入坐标注意力（Hou 等，2021）和

CSWin Transformer2（Dong 等，2022）建构等技术来提

高对小目标的敏感性，并通过多尺度融合等技术改

善对大物体的识别效果。
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